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PREAMBULO







Predmbulo

Este es el segundo de los informes publicados
del proyecto de colaboracién enire ENRESA y la
Universidad Politécnica de Valencia (UPV) “Incor-
poracién de medidas geofisicas en la estimacién
de permeabilidades”

El objetivo de este informe es describir una serie
de técnicas geoestadisticas que nos permitan ufili-
zar las relaciones entre pardmetros geofisicos e hi-
drogeolégicos descritas en el informe anterior,

para la modelizacién de la variabilidad espacial
de estos Ghimos con el mayor grado de confianza
posible.

Este informe describe con mucho mayor detalle,
las caracteristicas de los métodos de estimacién
que se utilizaron en uno de los pésteres y en la po-
nencia presentadas por el Departamenio de Inge-
nieria Hidrdulica y Medio Ambiente de la UPV en
las segundas jornadas de |+D.
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1. Introduccion

Una cuestién importante en hidrogeologia, mi-
nerfa, industria del petréleo y medio ambiente es
la consideracién de la informacién disponible a
partir de distintas fuentes, con vistas a realizar pre-
dicciones de aquellos parémeiros que caracterizan
el comportamiento del medio geolégico estudia-
do.

La resolucién de los problemas més comunes en
cualquiera de las dreas mencionadas, requiere
una buena descripcién del medio en términos de
arquitectura geoldgica, distribucién espacial de
heterogeneidades, zonas preferenciales de flujo y
propiedades e interacciones entre rocas y fluidos.
La solucién pasa comdnmente por desarrollar un
modelo numérico que permita predecir las respues-
tas del sisfema, sea este un acuifero, un repositorio
de residuos téxicos, un yacimiento o una mina. To-
dos estos modelos se apoyan en la informacién
proveniente de observaciones reales, y su aplicabili-
dad esté restringida por la escasez de datos.

La geoestadfistica ha abordado en los ¢ltimos
anos la cuestién general de la integracién de infor-
macién, proponiendo una serie de técnicas que
permiten paliar la escasez de datos mediante la in-
corporacién de informacién imprecisa y, en algu-

nos casos, relacionada sélo débilmente con el pa-
rémeiro en estudio. La descripcién de estas técni-
cas es el objeto de este informe. No pretendemos
presentar un desarrollo matemdtico exhaustivo de
cada una de ellas, sino mds bien describir y sefia-
lar sus ventajas e inconvenientes, asi como hablar
de algunos aspectos relacionados con la aplica-
cién de las mismas a la estimacién de parametros
hidrogeolégicos como la porosidad y la permeabi-
lidad, y de la geometria de la formacién.

Comenzamos describiendo los distintos tipos de
informacién con los que se puede contar en una
situacién real, sus fuentes y las escalas de las que
provienen. Luego introducimos el problema de la
interpolacién de un atributo correlacionado en el
espacio, con el objetivo de obtener la méxima in-
formacién a partir de los datos disponibles. Sugeri-
mos una clasificacién de los algoritmos propuestos
y pasamos a describir cada uno de ellos. Por 0lti-
mo, presentamos un ejemplo de aplicacién para
evaluar el comportamiento de cada algoritmo. To-
dos los programas utilizados en este ejercicio per-
tenecen a la libreria GSUB (Deutsch y Journel,
1992q).
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2. Tipos de informacidn disponible

Supongamos que estamos inferesados en carto-
grafiar la porosidad de un deferminado medio
geolégico. Inicialmente es posible contar con una
serie de medidas direcias de porosidad. Estas me-
didas pueden provenir de ensayos realizados in
sifu o sobre testigos en laboratorio. En ambos ca-
sos, su determinacién requiere la redlizacién de
perforaciones en el terreno, lo cual implica, por un
lado, un alto costo, y por otro la alferacién del
subsuelo. Por esta razén las medidas directas de
pardmetros hidrogeolégicos suelen ser escasas y
espacialmente dispersas. Desde el punto de vista
de la modelizacién matemética de nuestro proble-
ma, se considera a la informacién directa como in-
formacién precisa o dura, es decir como informa-
cién cuya incertidumbre puede considerarse des-
preciable.

Afortunadamente, ademds de la informacién di-
recta de porosidad, es comin contar con ofro tipo
de informacién, como por ejemplo la contenida en
un mapa de velocidades o atenuaciones sismicas
proveniente de la inversién de un fomograma entre
pozos. Esta informacién se dice indirecta pues no
proporciona una medida directa de la porosidad,
sino la de un atributo como la velocidad o la afe-
nuacién sismica, que esperamos tenga alguna co-
rrelacién con aquélla. Dada la naturaleza indirecta
de esta informacién se la denomina informacién
imprecisa o blanda. Hablamos de una informacién
cuyos valores deben ser acompafiados de una me-
dida que especifique su grado de confianza.

Cuando se habla de informacién precisa o im-
precisa no nos estamos refiriendo a la bondad con
la que fue medida, sino que estamos distinguiendo
entre dos conjuntos de datos, uno de ellos con
medidas directas del atributo que nos interesa, el
ofro con medidas de algdn pardmetro el cual debe
ser tralado adecuadamente para ser incorporado
en el proceso de estimacién del primero. El error
en la determinacién de una medida de velocidad
sismica puede ser del 1%, mientras que la permea-
bilidad deducida a partir de un ensayo de bombeo
puede tener un error del 15 o del 20%. Sin embar-
go la incertidumbre que existe acerca de la relo-
cién entre permeabilidad y velocidad sismica, a la
hora de estimar la primera en funcién de la segun-
da, hace que la confianza asignada a la velocidad
sea menor que la oforgada a una medida directa
de permeabilidad.

La importancia de considerar la informacién in-
directa radica en que ésta puede estar disponible
en mayor cantidad que la informacién hidrogeolé-
gica directa, y en que no es necesario destruir el
medio para obtenerla. Una campadia sismica en
3D, por ejemplo, puede suministrar informacién
exhaustiva de la variable secundaria sobre toda el
drea estudiada.

Una caracterfstica adicional de la informacién
disponible es la diferencia de las escalas a la que
fue obtenida. Las medidas directas sobre testigos,
las mds caras y escasas, estdn definidas sobre una
escala muy pequefia, del orden de unos pocos
centimetros cUbicos. La geofisica de pozos propor-
ciona medidas cuya representatividad estd restrin-
gida a las regiones inmediatamente adyacentes a
las paredes de la perforacién. La interpretacién
geolégica de los datos de pozos puede dar infor-
macién acerca de la continuidad lateral de los es-
tratos enconirados a lo largo de la perforacién. La
tomografia y los méiodos sismicos fradicionales
proporcionan informacién sobre la regién com-
prendida entre pozos. Los ensayos de bombeo son
capaces de dor valores de la permeabilidad y del
almacenamiento para volémenes muy grandes.

En el ejemplo que hemos introducido del carto-
grafiado de la porosidad, los datos sismicos son
representativos de un drea que puede ser de mu-
chos metros cuadrados, mientras que la corres-
pondiente a medidas en perforaciones es del or-
den de un metro cuadrodo o menos. Los registros
sismicos cubren densamente la regidn entre pozos,
mientras que los registros en perforaciones sélo es-
tan disponibles en cada una de ésias y son repre-
sentativos de la regién inmediatamente vecina a la
pared de los pozos. Por consiguiente, una estima-
cién de lo porosidad entre pozos considerando
sélo la informacién obtenida a partir de los regis-
tros realizados en perforaciones no es en general
representativa de la realidad. Dado que la estruc-
tura espacial de la velocidad sismica estd bastante
bien relacionada con la de la porosidad, la incor-
poracién de esta informacién en el proceso de es-
timacién producird mejores resultados.

El problema es, por tanto, no sélo la integracién
de informacién de distinia calidad sino a distintas
escalas, con el fin de obtener una mejor caracteri-
zacién de la distribucién espacial de los pardme-
tros hidrogeolégicos fundamentales.
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3. Interpolucidn en el espacio

Se plantea el problema de la interpolacién espa-
cial de una variable a partir de datos de diferente
tipo y fiabilidad, provenientes de fuentes y escalas
distintas. La idea clave es utilizar todos los datos
disponibles para elaborar un modelo de correla-
cién espacial entre las variables de inferés. Este
modelo es exportado a zonas donde es necesario
inferir la variable principal a partir de los, general-
mente escasos, datos disponibles de dicha variable
y de la mds numerosa, pero menos precisa, infor-
macién acerca de una o mds variables secunda-
rias. La eficiencia de este procedimiento depende
de cuénta informacién es exiraida de los datos, y
de la representatividad del modelo de correlacién
espacial a exportar.

En el proceso de integracién de informacién la
calibracién de los distintos tipos de datos es un
paso esencial. Para realizar esta calibracién es ne-
cesario contar con un conjunto de datos infegrado
por medidas de la variable de interés, y de la o las
variables secundarias en las mismas localizaciones
o muy cercanas a aquellas en donde se conoce la
variable principal. Todos los pardmeiros que defi-
nen el modelo de correlacién espacial al que ha-
ciamos referencia en el parrafo anterior son exirai-
dos de este grupo de datos (coeficiente de correla-
cién, covarianzas, variogramas,etc.).

En general (ver Cassiraga y Gémez-Herndndez,
1994), hasta no hace mucho tiempo sélo se ex-
trafan los estadisticos de regresién lineal a partir
de los datos de calibracién. Sin embargo hay ca-
sos en donde una mera regresién lineal es insufi-
ciente para cuantificar la relacién entre dos o mds
variables.

Por ejemplo observemos el diagrama de disper-
sién de la figura 1 en el que se representan gréfi-
camente los valores correspondientes a 960 pare-
jas de calibracién. A partir de este diagrama pue-
de verse que no sélo la regresién enire las varia-
bles no es lineal, sino que la dispersién vertical de
los valores es diferente segin el valor considerado
de la variable secundaria. Los valores bajos de
ambas variables estén mejor correlacionados que
los valores altos.

Un modelo que serd exporiado a zonas no
muestreadas y del cual se derivardn estimaciones
de Z a partir de V, debe ser capaz de informar
acerca de la dispersién sefialada arriba. Es decir,
no sélo una medida de la localizacién media de la
nube de puntos es necesarig, sino también una
medida de su dispersién, esto es, una varianza.

Cuando las distribuciones de Z condicionadas a
los valores de V son muy diferentes, podemos estar
interesados en exportar no sélo la media y la va-
rianza de cada distribucién, sino también la forma
de la misma. Nos interesa entonces modelizar la
distribucién completa de la variable a estimar con-
dicionada a la informacién secundaria, la cual se
expresa como:

Prob {Z < zk|V € (v1,v2)}

donde Z representa la variable principal, z, un va-
lor dado de ésta, V la variable secundaria, y (v;,v,)
un intervalo en el rango de variacién de V.

La expresién anterior' representa la informacién
que se tiene acerca de la variable principal cuan-
do la secundaria perienece a un intervalo dado.
Las probabilidades asociadas a la expresién ante-
rior pueden derivarse a partir de un conjunto de
datos de calibracién.

En un esquema de andlisis bayesiano (ver Box y
Tiao, 1973) estos valores definen una funcién de
probabilidad previa calibrada a partir de un mini-
mo de informacién (los datos de calibracién). El
objetivo del problema de interpolacién en el espa-
cio es mejorar esta funcién inicial incorporando las
medidas disponibles de las variables consideradas,
tanto duras como blandas, en cada localizacién y
en su entorno. Esto da como resultado una funcién
de probabilidad posterior, funcién que estd condi-
cionada a toda la informacién disponible. Esto es:

Prob {Z(U) < 7| toda la informacién disponible}

Una funcién como la descrita arriba constituye
un modelo de incertidumbre de la variable de inte-
rés. Si disponemos de modelos de inceriidumbre
en cada localizacién a estimar es posible obtener
mapas de riesgo representando distintos indices de
interés, por ejemplo, un estimador éptimo de la
variable, probabilidades de que su valor esté por
encima o por debagjo de un cierto umbral, o el
error cometido en las estimaciones. (Para una des-
cripcién del concepto de modelos de incertidum-
bre y su utilizacién en la confeccién de mapas de
riesgo ver Gémez-Herndndez 1991, 1993ay b).
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Figura 1. Eiemplo de un diagrama de dispersion en el cual la regresion es no lineal. Las distribuciones condicionales de 7 combion
de forma, de sesgo y de varianza segiin las closes de V. Los histogramas corresponden a los puntos de dentro de las barras sombreadas

para Ve a (200;400) a lo izquierda y para Ve (600,800) a la derecha.
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4. (losificacion de Jos algoritmos

Los algoritmos para cartografiar una variable
principal a partir tanto de la informacién dura dis-
ponible como de la informacién blanda acerca de
una o mds variables secundarias, pueden clasifi-
carse en dos grupos: algoritmos de inferpolacién o
estimacién, y algoritmos de representacién esto-
cGsfica o simulacién (para un fratamiento mds ex-
tenso de esfas dos categorias el lector puede refe-
rirse a Gémez-Hernédndez, 1991).

Los algoritmos de interpolacién producen una
Unica imagen que consiste en un campo interpola-
do de la variable de interés. En cada nodo de ese
campo se estima un valor de acuerdo a un cierto
criterio de optimalidad. Por ejemplo en el krigea-
do/cokrigeado se busca minimizar la varianza del
error cuadrdtico medio cometido en cada estima-
cién. Esta varionza minima es considerada una
medida de incertidumbre de la estimacién realiza-
da, y el mapa construido con ellas es indicativo de
la incertidumbre del campo estimado. Los campos

obtenidos por cualquier algoritmo de inferpolacién
suelen ser suaves, no reflejando la variabilidad
que el pardmetro estimado tiene en la realidad.
Cada valor estimado es “coherente” con los datos
pero no con los valores estimados en otros nodos.

Las técnicas de representacion estocdstica persi-
guen la generacién de realizaciones mdltiples del
aiributo simulado, todas igualmente plausibles en
el sentido de que reproducen los datos y los patro-
nes de correlacién espacial observados.

La informacién dura se reproduce exactamente y
la blanda con un grado de tolerancia determinado
por la precisién de la misma. Al generar varias
realizaciones del mismo proceso, las diferencias
entre cada realizacién proveen una medida cuanti-
tativa y visual de la incertidumbre en el pardmetro
modelizado. Puesto que todas las realizaciones re-
producen los datos y el grado de variabilidad im-
puesto, cualquier realizacién podria corresponder
a la realidad.

19
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5. Algoritmos de interpolacién

5.1 Regresion fradicional

La prediccién mds simple de una variable en fun-
cién de la otra es la regresién lineal. En tal modelo
asumimos que la dependencia entre variables pue-
de ser adecuadamente descrita por una linea rec-
ta, es decir, por una ecuacién del fipo:

zy=02z,+b

Una técnica para estimar los pardmetros a y b en
este modelo, es el método de los minimos cuadra-
dos. Después de aplicar este método la pendiente
a y la constante b resultan tener las expresiones si-
guientes:

b=m,—am
2

L]
2

donde p es el coeficiente de correlacién lineal en-
fre las variables z; y zy; 6, es la desviacién tipica
de los valores de la variable z;; o,,es la de los va-
lores de la variable z; y m, y m,,sus correspon-
dientes valores medios.

Este algoritmo es extremadamente sencillo aun-
gue presenta limitaciones importantes que se des-
criben a confinuacién.

En cada punfo donde se quiere estimar la varia-
ble principal, debemos contar con una medida de
la variable secundaria. Los valores estimados son
funcién de un sélo valor, cuando es mds razonable
pensar que un pardmetro correlacionado en el es-
pacio, lo sea también de los valores en su entorno.
En esta técnica no existe la posibilidad ni de cuan-
tificar la incertidumbre de las estimaciones realiza-
das, ni de tener en cuenta la correlacién espacial
de los datos.

Por ofro lado la recta ajustada no reproduce, en
general, los datos disponibles. Al calibrar un grupo
de datos segin un modelo de regresién lineal
como el descrito, sélo estamos utilizando la infor-
macién contenida en la media. La técnica de re-
gresién lineal por minimos cuadrados ha sido am-
pliamente utilizada por algunos investigadores
para la integracién/correlacién de pardmetros
geoeléciricos e hidrogeoldgicos (ver la revisién
realizada por Cassiraga y Gémez-Herndndez,
1994), y también fue aplicada con datos sismicos
(Doyen, 1988).

5.2 Krigeado simple, ordinario y universal

Aunque el krigeado (ver Journel, 1989; Isaaks y
Srivastava, 1989; y Deutsch, 1991), permite sélo
la consideracién de una variable, lo describiremos
aqui ya que estd en la base de las técnicas que in-
roduciremos mds adelante.

Sea z(u) el parémetro de interés, donde u es el
vector que indica sus coordenadas espaciales,
para el que adoptamos un modelo estocastico.
Este modelo estocdstico consiste en admitir que los
valores que puede tomar z dentro del drea en es-
tudio vienen dados por una funcién aleatoria Z(u).
La idea bésica del krigeado es estimar el valor
desconocido de z en el punto de coordenadas ug
como una combinacién lineal de n valores conoci-
dos de z{uy), o=1,...,n. De acuerdo a esto, el esti-
mador por krigeado simple es:

Zilvp) ~m= 3 Ay [2{u,) ~ m]

o=l

donde el simbolo * denota que se trata de un esti-
mador, m es igual al valor esperado de la variable
aleatoria Z, que en la prddiica se identifica con el
valor medio de los datos; y A, 0=1,..,n son coefi-
cientes de ponderacién. Estos coeficientes vienen
determinados al exigir que el estimador sea inses-
gado y que la varianza de los errores sea minima,
lo cual conduce al siguiente sistema lineal de
ecuaciones, llamado sistema de krigeado simple:

> AgClu, —ug) =Clug —up), & =T,...,n
p=1

donde C(h) es la covarianza para el vector de se-
paracién h. A la izquierda de la igualdad estén las
covarianzas entre los datos y a la derecha entre los
datos y el punto a estimar. La varianza de los erro-
res por krigeado simple resulta:

6% =02 = A Clu, — ;)

a=l

donde o es la varianza correspondiente a los da-
tos que intervienen en la estimacién. El mapa de
los valores de G2 permite cuantificar la incerti-
dumbre en el campo estimado. El estimador por
krigeado simple requiere el conocimiento previo
de la media m. En la formulacién presentada se
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ha supuesto que el valor m es constante sobre
todo el campo estimado.

Oira posibilidad dentro del krigeado simple surge
si contamos con un grupo de dafos de calibracién,
a partir del cual sea posible estimar un valor medio
local de la variable principal. Esta media se lee di-
reclamente del diagrama de dispersién de los datos
de calibracién, para lo cual se discretiza el rango
de variacién de la variable secundaria y se calcula
la media de los valores de la variable principal
dentro de cada infervalo de aquella. Hablamos en-
tonces de krigeado simple con media variable.

En el krigeado ordinario, la media es desconoci-
da y se reestima localmente a partir de los datos
que intervienen en cada estimacién. El estimador
por krigeado ordinario esta dado por la siguiente
expresion:

Z;o (Uo

)= Aozlu,)

La sumatoria de los pesos debe ser igual a la
unidad para que el estimador obtenido sea inses-
gado, que junto a la condicién de error minimo re-
sulta en el sistema de krigeado ordinario:

Z?&BC(ua ~up)+ 1 =Clu, =), a=1..,n
p=

ikﬁ =1
B=1

donde L es el pardmetro de Lagrange introducido
en la minimizacién de! error sujeto a la condicién
de que los pesos sumen uno. La expresién para la
varianza de los errores por krigeado ordinario es la
siguiente:

G oluo) = l:zx Clu, — o)+ ll]
o=l

El krigeado universal, o mejor dicho el krigeado
con un modelo de tendencia, considera que la va-
riacién espacial de la media local tiene una forma
dada por un polinomio de orden bajo en funcién
de las coordenadas, pero de pardmetros descono-
cidos. En general esta tendencia tiene la forma si-
guiente:

24

L
mlu) = 2 aff(u)

=0

donde m(u) es la media en el punto de coordena-
das u; g, con [=0,...,L son coeficientes desconoci-
dos, y f(u) son monomios de bajo orden funcién
de las coordenadas. Por ejemplo un modelo lineal
en dos dimensiones seria:
m(x,y)=ay +ax +ay

El estimador por krigeado universal es idéntico al

de krigeado ordinario, es decir:

Z?» Z(u,)

La condicién de no sesgo resulta en L restriccio-
nes que deben satisfacer los pesos, que unidas a
la minimizacién del error resulta en el sistema de
krigeado universal, cuyas expresiones son las si-
guientes:

ZKU (Up) =

n L
2 A‘ﬁC(Ua UB) + Z U;ﬁ(Ua) -
B=1 I=0
=Clu, —yp), o=1...,n

3 Ahlp) = flte),
B=1

La 0-ésima resiriccién es la cldsica restriccién del
krigeado ordinario, que corresponde a un modelo
m(x,y)=ao. La varianza de los errores por krigeado
universal viene dada por la siguiente expresién:

[ZK Clug —uo) + gu:ﬁ(ua)},

o=1,....,n

[=0,...,L

GKU Up) =

5.3 Krigeado con deriva exferna

El krigeado con una deriva externa (ver Journel y
Rossi, 1989 y Deutsch, 1991) es una extensién del
krigeado universal. Consiste en considerar una
funcién de tendencia f(u), definida en cada locali-
zacién a partir de una variable secundaria z(u),
que debe variar suavemente en el espacio. Es ne-
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cesario disponer de un valor de la variable secun-
daria en cada punto a estimar. Si éste no fuera el
caso, una solucién seria krigear primero la varia-
ble secundaria en todo el dominio del problema.

En general se considera a la variable secundaria
25(u) relacionada de forma lineal con la media de
la variable primaria m;(u), tal que:

my(u)=a+b-z,(u)

El estimador por krigeado con deriva externa es
idéntico al de krigeado ordinario y su expresién es:

Z:(DE(UO) = i Ao iUy

o=l

donde n; es el nimero de datos correspondientes
a la variable primaria z,(u) que infervienen en
cada estimacién. Los coeficientes en este estima-
dor surgen de resolver el sistema de krigeado con
una deriva externa cuyas ecuaciones son las si-
guientes:

Z?\‘BCI(U(: - U[S) +,t P~222(Ua) = C](Ua - UO)/
p=1

o=1..mn
-

7";322(“;3) = z,(up)
B=1

Las dos 0ltimas ecuaciones resultan de imponer
la condicién de no sesgo. Nétese que este sistema
de ecuaciones sélo utiliza la covarianza de la va-
riable principal. La expresidn para la estimacién de
la varianza de los errores por krigeado con una de-
riva externa es similar a la correspondiente al kri-
geado universal y es la siguienfe:

L]
zI%DE(UO) =o%~ zkac(uu —Up) + I + 9Zo(Y, )
=1

El campo resultante de z; es por construccién se-
mejante al campo de la variable secundaria z;. Sin
embargo este algoritmo no considera la correla-
cidén cruzada entre variables. La variable secunda-
ria sélo informa acerca de la deriva de la variable

primaria. Por ejemplo, y si bien esto puede ser difi-
cil de documentar en la prdctica, puede conside-
rarse que los tiempos de viaje sismicos definen las
tendencias locales en la porosidad. Esta tendencia
no puede ser inferida a partir de los escasos y dis-
persos datos directos de porosidad, por lo que re-
sulta interesante incorporarla a través de krigeado
con una deriva externa. Marechal (1984) y Ara-
ktingi et al. (1992) utilizaron esta técnica con datos
sismicos.

5.4 Cokrigeado simple y ordinario

Las técnicas de krigeado presentadas hasta aho-
ra sélo se diferencian en la manera en que incor-
poran la superficie media en un problema de inter-
polacién espacial. Hemos visto que en el caso de
krigeado con una deriva externa es posible, bajo
ciertas condiciones, incorporar informacién secun-
daria. El cokrigeado (ver Myers, 1982, 1984 y
1985; y Isaaks y Srivastava, 1989), no se dife-
rencia del krigeado desde un punto de vista algo-
ritmico. Su novedad es que permite que los datos
secundarios participen directamente en la estima-
cién de la variable principal. Es decir que la infor-
macién secundaria se trata como informacién co-
variada.

Desde el punto de vista de la incorporacién de
atributos externos, el cokrigeado hace mejor uso
de la informacién en el sentido de que, tanio la
magnitud de la variable secundaria, como sus pa-
frones de variacién espacial, son considerados en
la estimacién de la variable principal. La cantidad
de codependencia lineal es capturada por las co-
varianzas cruzadas y, a diferencia del krigeado con
una deriva, la variable externa no necesita estar
disponible en todos los punios en los que se desea
estimar la variable primaria.

Si disponemos de datos de las variables primaria
y secundaria el esfimador por cokrigeado simple
de la variable principal viene dado por la siguiente
expresion:

m
Zeys(Up) —my = 2 NB [ZI(Ua) - ml] +

a=l
y
"‘z A2 [Zz(U&) - mz]
a=1

donde z; es la variable principal; z, es la variable
secundaria; m; y m, son sus medias; n, es el ni-
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mero de datos primarios y n, es el nGmero de da-
tos secundarios. Los pesos Al yA? se obtienen

resolviendo el siguiente sistema de ecuaciones li-
neales o sistema de cokrigeado simple que resulta
de la minimizacién del error cuadrético medio:

0] N
Z?»%)C](ua - UB) + 27"(?(:12(”(; - u,',) =
B=l B=1

= Glu, — ), o=1..,n

)] N
> MIC,lu —up)+ 2 NAC, (v, —u) =
p=1 g=1

= ]2(U;—Uo), (X=],...,n2

donde intervienen tanto la covarianza de la varia-
ble primaria C,(u, -ug) como la de la secundaria
Cyv’y -u’p) vy la covarianza cruzada Cio(u, -u’p)-
Como en el krigeado simple, el algoritmo de co-
krigeado simple requiere conocer las medias de
las variables consideradas. La expresién para la
varianza de los errores por cokrigeado simple es la
siguiente:

"
O%Ks(Uo) = (512 - Z Ngc](ua —Up) -

a=]

=3 M3C, (1L, )

o=]

El estimador por cokrigeado ordinario estd dado
por la siguiente ecuacién:

m ny
ZekolUg) = 2 Aoz (u, )+ Z Nz, ()

o=l a=1

y los coeficientes de ponderacién resultan de la so-
lucién de las ecuaciones siguientes o sistema de
cokrigeado ordinario:

m m
ZMIIS)CI(Ua - UB) + Zl(ﬁ’cm(ua - Ué) T =
B=1 p=l

= C,(u, — Yp), a=1..mn

]

L]
zx(gclz(ué —ug)+ zl(é)cz(ué —ug)+ Uy =
B=1 =
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= ]2(U(;'—U0), (X.—‘—-‘],...,ﬂz
m
=1
p=1
N
$g -0
p=l

donde las dos Ultimas restricciones son suficientes,
aungue no necesarias, para garantizar una estima-
cién insesgada, y I, y Iy son los pardmetros de
Lagrange introducidos en la minimizacién. La ex-
presién para la varianza de los errores por cokri-
geado ordinario es la siguiente:

L]
O iolUo) =07 + 1, — Z MIC (v, —up) -

o=]

_i NZ’Cu(U& — Up)

o=l

En el campo de la hidrogeologia el cokrigeado
fue aplicado por Aboufirassi y Marifio (1984) y por
Muoz-Pardo y Garcia (1989) para estimar cam-
pos de transmisividad incorporando datos de ca-
pacidad especifica. Bardossy et al. (1986) lo utili-
zaron para predecir la capacidad especifica de po-
zos en un acuffero contando con medidas superfi-
ciales de resistividad y con un ndmero escaso de
datos registrados en perforaciones. Ahmed et df.
(1988) lo aplicaron al carfografiado de la transmi-
sividad a partir del conocimiento de unos pocos
datos directos de ésta y la capacidad especifica y
de numerosos datos de resistividad eléctrica. Do-
yen (1988) estimé campos de porosidad a partir
de datos sismicos. Mavko ef al. (1991) estimaron
la porosidad enire dos pozos cokrigeando datos
de porosidad y dafos de velocidades sismicas. Pesti
et al. (1993) delinearon la geomeiria de un estrato
arcilloso que actia como horizonte protector natu-
ral conira la contaminacién del acuifero que lo
subyace. Ahmed y De Marsily (1987) compararon
algunos métodos geoesdisticos entre los que esta-
ban el krigeado con una deriva externa y el cokri-
geado, para la estimacién de transmisividad incor-
porando datos de capacidad especffica. Istok et al.
(1993) lo hicieron con el krigeado y cokrigeado
para estimar concentraciones de pesticidas en un
acuifero aluvial. Asli y Marcotte (1995) con diver-
sas variantes del krigeado y el cokrigeado traba-
jando principalmente con datos geoquimicos. Cas-
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siraga y Gdémez-Hernéndez (1995) compararon
varias técnicas geoestadisticas de estimacién utili-
zando una base de datos de génesis natural obte-
nidos a partir de un modelo de elevacién digital.

5.5 Cokrigeado colocalizado

La resolucién de un sistema de cokrigeado com-
pleto como el presentado en el apartado anterior,
requiere el conocimiento de las funciones de cova-
rianza de las variables principal y secundaria y la
de covarianza cruzada enire ellas si una sola varia-
ble secundaria es incorporada. Esfo significa mds
esfuerzo en términos de modelizacién y tiempo de
ordenador respecto a las técnicas de krigeado, las
cuales sélo requerian la funcién de covarianza de
la variable principal. Muchas veces, este mayor es-
fuerzo de cdlculo, constituye la principal razén por
la cual el cokrigeado no es utilizado. Por otro
lado, cuando la informacién secundaria estd casi
exhaustivamente muestreada, como es el caso de
los datos sismicos, existe una dificultad adicional a
la hora de la implementacién de un cokrigeado
completo, que se manifiesta a través de la inesta-
bilidad de las matrices del sistema. Esto estd cau-
sado por la extrema proximidad y fuerte autocorre-
lacién que existe en general entre los datos blan-
dos, y las grandes distancias y pobre correlacién
entre los datos duros. Estas razones, mds el hecho
de que si hay un dafo secundario colocalizado en
la localizacién a ser estimada, éste tiende a ate-
nuar la influencia de los datos vecinos (efecto pan-
talla), nos conduce a presentar la alternativa del

cokrigeado colocalizado (ver Journel et al., 1992y
Almeida y Journel, 1994).

Se trata de un cokrigeado que como informacién
externa refiene en cada punio de coordenadas u
donde se va a estimar la variable primaria, sélo el
dato secundario localizado en ese punto (dato co-
localizado). El estimador por cokrigeado colocali-
zado simple para la variable principal es:

2 vp) =y = 3 A zg) = ]+ A2 zy{u6) — ]

o=l

y el sislema que proporciona los coeficientes de
ponderacién:

m
Z N;s)q(ua ~ug)+ 7\'(2)(:12(% —Up) =
B=l

=C](Ua'_'U0), CX::],...,n]

M
Z Ngclz(uo - U;s) + 7\'(2)(:2(0) = G,(0)
p=1

Un sistema como el anterior es idéntico al de co-
krigeado simple completo donde el nGmero de da-
tos secundarios n2 es igual a 1. Aln asf, este algo-
ritmo requiere el cdlculo de las covarianzas cruza-
das Ci2(h) enire variables, con h igual a la separa-
cién entre los puntos considerados. El uso de un
modelo markoviano alivia esta tarea.

5.6 (okrigeado colocalizado
bajo un modelo de Markov

Este algoritmo recurre a un modelo markoviano
que expresa que el dato duro zi1(u) “oculta” (efecto
pantalla) la influencia de cualquier otro dato duro
zi(u+h) sobre el dato secundario colocalizado
z2(u), es decir que:

HZ )| Zv) =z Zfu+h) =2} =
E{Z,(| Z{ =2}, Vh,z

A partir de esta asuncién se puede demostrar
que las covarianzas cruzadas Cia(h)=Cai(h) del
sislema de cokrigeado pueden escribirse en fun-
cién de la covarianza de los datos duros como:

G(0)

G-

Cih), Vh

o lo que es lo mismo:

P1ath) = p1,(O)ps(h), Vh

donde p,(h) es el correlograma de la variable prin-
cipal, pi,(h) es el correlograma cruzado entre las
variables principal y secundaria; y p;5(0) es el coe-
ficiente de correlacién entre éstas.

Es decir que, bajo un modelo de Markov, la co-
varianza cruzada Cia(h) se calcula reescalando la
covarianza de la variable principal. El factor de es-
cala es el cociente entre Ci2(0) y C1(0). El estima-
dor por cokrigeado colocalizado bajo un modelo
de Markov en su forma estandarizada de la forma
siguiente: '
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21‘ (ug) —m, 0 z)(U, ) —m, 2 Zy(Up) —my
atel 8 Z?» + A
%, a=l o, 0,

donde los pesos son la solucién del sistema si-
guiente:

— )=

z}“([}pl U _Uﬁ)+}‘( )912(0)91((1
= pyuy, — o), o=1..n

2 “)Plz (Qlpylup —up) + 7“(2)92(0) = P1,(0)

En esfe sistema, si p12(0)=0, entonces A?=0 y el
dato secundario es ignorado. Si p12(0)=1, el siste-
ma se transforma en uno de krigeado simple con
(n+1) datos, cuyo resultado es A@=1 y A;"=0
para fodo B, es decir el estimador es igual al valor
de la variable secundaria.

El algoritmo de cokrigeado colocalizado marko-
viano requiere el mismo esfuerzo de implementa-
cién que el de krigeado con una deriva externa, y
tiene la importante ventaja de permitir que el dato
secundario participe directamente en la estimacién
de la variable principal. Ademds, y a diferencia del
krigeado con una deriva externa, el modelo de co-
krigeado colocalizado se construye en base a un
pardmetro de calibracién como es el coeficiente de
correlacién, lo que hace que la eleccién de tal mo-
delo pueda verificarse a partir de los dafos. Sin em-
bargo, el cokrigeado colocalizado requiere que la
variable secundaria sea conocida en todos los pun-
tos donde se quiera estimar la variable principal.

Los algoritmos hasta aqui presentados dan como
resultado un valor estimado de la variable princi-
pal en cada localizacién considerada. Este valor
estimado se construye en funcién de los valores
que las variables principal y secundaria toman en
el enforno del punto a estimar, de forma diferente
segun la técnica considerada. Los algoritmos que
presentamos a continuacién no producen una esti-
macién del valor de la variable modelizada, sino
de la probabilidad de que estos valores no supe-
ren un dado umbral. Como veremos, esto permite
inferir en cada localizacién la distribucién comple-
ta de los valores de la variable. Estas distribucio-
nes, que también se consiruyen considerando la
informacién local y vecina de ambas variables,
constituyen un modelo de incertidumbre del atribu-
to de inferés, a partir del cual es posible elegir un

8

valor estimado para aquellos nodos donde la va-
riable principal se desconoce. Estos métodos ira-
bajan con variables indicadoras las cuales son in-
troducidas en el siguiente apartado.

5.7 Krigeado indicador

La variable indicadora I(u;z) asociada a la varia-
ble Z(u} para el umbral z en el punto de coorde-
nadas v, se define de acuerdo a la siguiente fun-
cién:

1 si Zlu<z

0 si

lfu; z,) =
Z{u)> z,

En el krigeado indicador (ver Journel, 1983,
1986, 1989; Alabert, 1987; Isaaks y Srivastava,
1989; y Gémez-Hernéndez, 1991, 1993a), el ran-
go de la variable en estudio se discretiza en K+1
clases por medio de K umbrales. Por ejemplo, con-
sideremos una variable cuyo rango de variacién es
discretizado en tres clases por medio de dos um-
brales con valores 25 y 50 respectivamente. Sea
un dato cuyo valor es 43 localizado en un punto
de coordenadas u. Las funciones indicadoras to-
mardn los siguientes valores: i{u;25)=0 e
i{u;50)=1. Si para cada dato se realiza este mismo
razonamiento, la transformacién de la variable ori-
ginal de acuverdo al formalismo indicador, da
como resultado un grupo de veciores, uno para
cada localizacién u donde hay un dato disponible,
integrado por K miembros i(u;z), k=1,...,K.

Supongamos que realizamos un krigeado ordi-
nario de las variables indicadoras para cada um-
bral de manera que obtenemos el siguiente esti-
mador en un punto de coordenadas up:

i*(upiz)= 27\

o=1

i Ze) iUy 5 Z,)

Para obtener los coeficientes Ay, que en el caso
mds general son funcién tanto de las coordenadas
como del umbral, es necesario resolver el siguiente
sistema de ecuaciones:

Ue — Upizk) + H(Upizk) =

ZKB(UBiZk)C:(
B=)

=C(u, —Yy;2,), oa=1..,n
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p=1

donde Ci(h;z), con h igual a la separacién entre
puntos, es la funcién de covarianza de la variable
indicadora, en el caso méds general diferente para
cada umbral considerado, y |t es el pardmetro de
Lagrange. El concepto de covarianza indicadora es
idéntico al de covarianza clésica, sélo que calcula-
da para las variables indicadoras.

El valor i*(ug;zi), generalmente comprendido en-
tre Oy 1, es como tal un mal estimador de la va-
riable indicadora, puesto que ésta sélo puede to-
mar los valores O y 1. Pero cuando este valor se
inferpreta como un estimador del valor esperado
de la variable indicadora E{i(ug;zy)}, resulta que
i*(up;zi) es el mejor estimador lineal de la probabi-
lidad condicional acumulada de que la variable
esté por debajo del umbral. Esto es consecuencia
de la misma definicién de variable indicadora cuyo
valor esperado es igual a la probabilidad acumu-
lada. De esta manera:

F [Uor' Zk‘(”)]‘ = Prob[Z(Uo) <z | (n)] _
= i)\’a(ua;zk) i{uy; z,)
o=l

donde F[]* es la funcién de distribucién de proba-
bilidad acumulada condicionada a los n datos que
intervienen en la estimacién. El krigeado de la vo-
riable indicadora para todos los umbrales z,
k=1,...,K, en cada punto u, proporciona una esti-
macién de la funcién de probabilidad acumulada
de la variable estudiada. Estrictamente hablando
proporciona valores discretos de la funcién de pro-
babilidades acumuladas (de acuerdo al némero de
umbrales seleccionados) que interpolados y exira-
polados adecuadamente, dan como resultado una
funcién continua. De esta funcién de probabilidad
acumulada se puede seleccionar el valor medio o
el valor mediano como esiimador de la variable
z*(ug).

El krigeado indicador tiene una ventaja impor-
tante sobre las técnicas de krigeado clésicas, en
cuanto a que es capoaz de incluir informacién im-
precisa o blanda. El formalismo indicador permite
codificar de un modo general y sencillo los datos
que provienen de fuentes diferentes y con distintos
grados de confianza. Para comprender este punto
veamos el siguiente ejemplo.

Supongamos que el rango de variacién de la va-
riable original que se intenta estimar es [0,100],
por ejemplo la porosidad. Se ha decidido discreti-
zar este rango en K=10 clases, por ejemplo:

{zvk=1,....9}=
= {5,10,20,30,40,60,80,90,95}

Se cuenia con tres datos que provienen de fuen-
tes distintas. Una medida de porosidad obtenida
en laboratorio sobre un testigo extraido de una
perforacién que se puede considerar exacta, es
decir un dafo duro (incertidumbre nula o despre-
ciable), y que vale z=25. Un dato calibrado por
regresién lineal a partir de informacién geoeléctri-
ca que se sabe perienece al intervalo [15,35]. Este
tipo de dato se denomina dato de intervalo. Por §l-
timo, en un punto donde no tenemos medida re-
gistrada, adoptamos una distribucién previa obte-
nida empiricamente por el juicio de un experio, y
definida por los siguientes cuantiles: {P(Z<zy),
k=1,...9} = {0.0, 0.0, 0.3, 0.5, 0.7, 1.0, 1.0,
1.0, 1.0}. Estos cuantiles expresan la probabilidad
de que el valor de la porosidad se encuentre por
debajo de un cierto umbral, por ejemplo la proba-
bilidad de que la porosidad este por debajo del
20% se estima en 0.3.

Aplicando la definicién de funcién indicadora
cada dato se transforma en un vector de variables
indicadoras como sigue:

a) dato duro

z = 25— {0,0,0,1,1,1,1,1,1}; es decir que
un dato duro estd representado por un vector
completo de indicadores duros. El vector estd
completo pues conocemos el valor exacto del
dato, y los indicadores se dicen duros pues
s6lo toman los valores 0 o 1.

b) dato de intervalo

z € [15,35] —» {0,0,2,2,1,1,1,1,1}; es decir
que un dato de intervalo estd representado
por un vector incompleto de indicadores du-
ros. El vector es incompleto ya que los indica-
dores pueden ser calculados fuera de los limi-
tes del intervalo pero no dentro de éste.

c) funcién de probabilidades previa

{0.0, 0.0, 0.3, 0.5, 0.7, 1.0, 1.0, 1.0, 1.0}.
Este tipo de datos no se ve afectado por la
transformacién indicadora ya que fue definido
de acuerdo a la probabilidad de estar por en-
cima (o por debajo) de cada umbral. El vec-
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tor resultanie estd completo e integrado por
indicadores “blandos” con valores entre Oy 1.

De esta manera, toda la informacién disponible
queda codificada en vectores de indicadores que
son integrados por el algoritmo de krigeado indi-
cador para la estimacién de la porosidad. Una vez
que todos los datos han sido codificados de acuer-
do al formalismo indicador, no hay diferencia en-
tre informacién dura y blanda desde un punto de
vista algoritmico. Para el sistema de krigeado indi-
cador toda la informacién estd en forma de vecto-
res de indicadores.

En un modelo como el presentado arriba no es
posible distinguir entre el pairén de continvidad
espacial de los datos duros y de los blandos, ya
que el estimador construido es uno krigeado. En
algunas aplicaciones es importante que pueda dis-
tinguirse entre los patrones de continuidad de los
indicadores correspondientes a datos duros y los
de los correspondientes a datos blandos. Para el
ejemplo que hemos sugerido en este informe,
dada la escasez de los datos de pozos es poco
realista inferir las variaciones de la porosidad en la
regién entre perforaciones a partir de esta Onica
informacién. En la practica es comin contar con
informacién secundaria tal como la derivada de
una campafa de sismica. Esta informacién puede
ser incorporada con el objetivo de lograr una me-
jor estimacién de la porosidad entre pozos, ya que
es esperable una buena relacién entre los patrones
de continuidad de ambos pardmetros. Para ello se
plantea la necesidad de un algoritmo que, ademés
de considerar los distintos tipos de datos, distinga
enitre sus patrones de continuidad. Una solucién
pasa por considerar un estimador cokrigeado, tal
como el siguiente:

mn
Mupi ze) = X, AN, 2,) ilug s z) +

o=1
Ny
+2 i z) g5 2,)
=1

En este estimador se distingue la influencia de
los ny datos duros y los na datos blandos codifica-
dos bajo el formalismo indicador.

La resolucién del sistema de cokrigeado en co-
rrespondencia con el estimador anterior, requiere el
laborioso célculo de, como minimo, dos autocova-
rianzas y una covarianza cruzada para cada umbral
si sélo una variable secundaria es considerada.
Como dijimos al presentar el algoritmo de cokri-
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geado cldsico, la experiencia ha mosirado que
ésta es la Unica razén por la que el cokrigeado in-
dicador no es muy usado en la prdctica. Para sal-
var esta dificuliad se presenta el siguiente algorit-
mo, el cual recurre a un modelo markoviano para
aliviar el célculo de las funciones de covarianza.

5.8 Cokrfgeudo indicador
bajo un modelo de Markov-Bayes

Como en la técnica de krigeado de indicadores
presentada en el apartado anterior, en el cokri-
geado indicador (ver Journel y Zhu, 1990; Zhuy,
1991; Zhu y Journel, 1992), la informacién dispo-
nible, tanto dura como blanda, puede ser codifica-
da en cada localizacién como distribuciones pre-
vias acumuladas de probabilidad del atributo mo-
delizado. Estas distribuciones previas locales son
luego mejoradas utilizando los datos duros y blan-
dos cercanos, construyendo asf distribuciones pos-
teriores a parfir de las cuales podemos seleccionar
un valor como estimador de la variable estudiada.
El algoritmo de Markov-Bayes es una técnica ca-
paz de derivar dichas distribuciones posteriores,
condicionadas tanto a la informacién dura como a

la blanda.

Bajo un esquema bayesiano todos los datos, du-
ros y blandos, pueden ser codificados como disfri-
buciones locales previas. De forma general hemos
dicho que esto puede escribirse como sigue:

y{u; z) =Prob {Z(u) <| informacién local}

donde Z(u) es una funcién aleatoria representando
la variable principal de interés; u representa las
coordenadas espaciales; e y(u;z) denota la disiri-
bucién local previa; y es una probabilidad escalar
entre 0 y 1 que especifica la informacién local dis-
ponible en u.

Un dato duro z(ui), caracterizado por un vector
de indicadores duros completo, es tratado como
una funcién de densidad acumulada con varianza
nula, esto es:

0 Vz<zy)
i{u;z) =
1T Vz2zy)

Un dato de intervalo indicando que z(uj) perte-
nece al intervalo [a2,bojes codificado como un vec-
tor de indicadores duros pero incompleto, y es

[



5. Algoritmos de interpolacion

considerado como una funcién de densidad acu-
mulada incompleta, esto es:

0 Vz<o,
y{u,;z) = {indefinida V z € [a,, b,]
1 Vz>b,

Donde hay un dato secundario v{us) es necesario
calibrar una funcién de distribucién acumulada lo-
cal que represente la distribucién previa de la va-
riable principal condicionada a la informacién se-
cundaria local, esto es:

y(us; z) =Prob {Z(Us) < z| v(u3)} e[0,1]

Para realizar esta calibracién se representa grdfi-
camente un diagrama de dispersién de los datos
de calibracién tal como el que mostramos en la fi-
gura 2.

Se divide el rango de las variables en un nimero
dado de clases, y se procede a calcular lo siguiente:

proporcién{Z <z, |Vev}, 1=1..10

donde Z es la variable principal, V es la variable
secundaria, z, es el k-ésimo umbral de Z, y v, el
[-ésimo infervalo de V. Los cuantiles se calculan
por simple conteo de la cantidad de medidas de Z
por debajo del umbral considerado en cada uno
de los intervalos de V. La tabla 1 muestra los resul-
tados obtenidos para el diagrama de la figura 2.

Por Gltimo, en aquellos nodos donde no existe
ningdn tipo de informacién, se debe adoptar una
funcién de distribucién F(z) denominada global,
previa a cualquier esfimacién y comdn a todos los
nodos, la cual puede estar relacionada con el ran-
go de validez de la variable. Por ejemplo, una ma-
nera de definir de forma global la porosidad es di-
ciendo que sus valores estardn comprendidos en el
intervalo (0,100]. Estd claro que éste es un nivel
minimo de informacién puesto que no contamos
con ningin tipo de dato.

En resumen, para cada localizacién u, las distri-
buciones previas locales y(u;z) toman la forma de
vectores de valores de probabilidad, con hasta K
miembros y(u;z), donde k=1,...,K, siendo K los
valores de los umbrales elegidos para discretizar la
variable principal. Es importante fener presente
que estas distribuciones estan condicionadas sélo
a la informacién local.

Las distribuciones posteriores en cada localiza-
cién son obtenidas considerando la informacién
vecina, esto es, las distribuciones cercanas a cada
localizacién. Esta mejora produce una distribucién
de probabilidades que en general seré diferente a
la previa y se escribe de forma general como si-
gue:

Prob{Z(u) < z| toda la informacién disponible}

Las distribuciones previas locales y(u;z) pueden
ser interpretadas como realizaciones de una fun-
cién aleatoria Y(x;z). Luego el estimador cokrigea-
do a ser utilizado para mejorar los valores de y a
partir de sus valores vecinos se escribe:

Prob * {Z(u) <z| (n)} = AF(z) + i Ayilu, ;2) +

o=1

nytng

+ 2"3)’(“;'3 ;2)
p=1

donde F(z) es la distribucién previa global; i(uy;z)
son las distribuciones previas generadas por los n,
datos duros en las localizaciones; eson las distribu-
ciones previas generadas por los n, datos blandos
en las localizaciones u’p. Los pesos Ag,A ¥ Vg sur-
gen de resolver un sistema de ecuaciones lineales
similar al presentado en el apartado dedicado al
cokrigeado tradicional.

Como en todo estimador cokrigeado la regre-
sién anterior requiere para cada umbral z la defini-
cién de tres modelos de covarianzas, si al menos
una variable secundaria es incorporada, los co-
rrespondientes a las funciones I{u;z) e Y(u;z) y su
covarianza cruzada. Una asuncién de tipo marko-
viana, similar a la presentada al hablar de cokri-
geado colocalizado, reduce el célculo de las cova-
rianzas a la modelizacién de las correspondientes
a los datos duros. La autocovarianza de la infor-
macién blanda y la covarianza cruzada entre datos
de distinto tipo se obtienen como una funcién de
la covarianza de la informacién dura y unos pocos
pardmetros derivados del grupo de datos de cali-
bracién. Las expresiones resultantes son las si-
guientes:

Cylh;z)=B(z)-G(h;2), Vh
C,(h;z)=B%2)-C(h;z), Vh>0
C/(0:2) = V2{2) + VP(z)
3
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Tabla 1

Funciones de distribucién (acumuladas) de probabilidad de la informacion principal (Z) condicionada a la informacién

secundaria local (V).

Variable principal Z

umbral 031 609 1662 4622 1345 2408 3503 5495 10730  zpy
30.16 0.70 0.90 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00
10274 030 0.80 0.90 1.00 1.00 1.00 1.00 1.00 1.00 1.00
17119 0.00 0.30 0.65 0.95 0.95 1.00 1.00 1.00 1.00 1.00
2420 0.00 0.00 0.30 0.55 0.70 0.85 0.95 0.95 1.00 1.00
Var.
S;lcr. 32638 0.0 0.00 0.10 0.30 0.65 0.80 080 . 0.90 0.95 1.00
v 43383 0.0 0.00 0.05 0.15 0.35 0.50 0.80 0.90 0.90 1.00
53052  0.00 0.00 0.00 0.05 0.25 0.55 0.80 0.85 0.90 1.00
67198 0.0 0.00 0.00 0.00 0.10 0.25 0.50 0.60 0.75 1.00
783.19  0.00 0.00 0.00 0.00 0.00 0.05 0.15 0.50 0.80 1.00
Vi 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.30 0.70 1.00
4000.
] o
3U[]l].—ﬂ o
S 2000. ° 5
= | o [»] o
7 © % 0 o° o0 o
1000. 00 . o
: . o Oo [o] Q oo
I [o} . [} o 9%880 .
o 8808 Qng%o ¢
0. Mn%iﬁl (Ql T I T ] T l L T
0. 400. 800. 1200. 1600.
Variable secundaria (V)
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Figura 2. Diagrama de dispersion de 200 datos de calibracion.
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con:

C,(h; 2) = Cov{l{u; 2), fu + h; 2)}
mz) = Ef¥(u;2) | lu;2) =1} €[0,])
m%(z) = E{Y{v; 2)| lu;2) = 0} € [0,7]

B(z) = m"(z) - m(z) e [-1+1]

6*Mz) = Var{Y(u; 2)| llv;2) =1}

6%9(z) = Vor{Y(u; 2)| lu;2) = O}

F(z) = prob{Z{u) < z} = E{l{u; 2)}

V:{2) = F(z1- F(z)]B*(2)
Vi{z) = Flzlo () +[1- Flz)]o **(2)

donde C, C, y Cy son las autocovarianzas y cova-
rianzas cruzadas respectivamente; h es el vector
separacién entre puntos considerados; z es un va-
lor (umbral) de la variable principal no transforma-
da Z; y los restantes términos son pardmetros obfe-
nibles a partir de los datos de calibracién.

El algoritmo de Markov-Bayes supone el mismo
esfuerzo que el necesario para la técnica de kri-
geado indicador, sin embargo tiene dos ventajas
fundamentales sobre éste. Por un lado distingue
las autocovarianzas de la informacién dura y blan-
da. Por el otro, a través del cokrigeado de los indi-
cadores, es posible mejorar las distribuciones pre-
vias locales calculadas a partir de la informacién
blanda local, en funcién de la informacién vecina.
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6. Algoritmos de representucion estocdstica

Los algoritmos de estimacién dan como resulta-
do una Gnica representacién del atributo de inte-
rés, esto es, la disiribucién espacial desconocida
de un parémetro dado z es representada por un
dnico grupo de valores estimados {z*(u), u € D},
siendo D el dominio del problema. Los métodos de
inferpolacién anteriormente descritos, permiten ob-
tener esos valores estimados en funcién de la in-
formacién disponible acerca de la variable, pu-
diendo en algunos casos incorporar informacién
secundaria. Bajo cierfas condiciones, estos méto-
dos también proporcionan una medida de incerti-
dumbre local. Sin embargo los campos estimados,
dados los criterios con que son construidos, no re-
producen la variabilidad real del fenémeno repre-
sentado. Este efecto suavizante, propio de las téc-
nicas de interpolacién, puede resultar un problema
en cierfas situaciones prdcticas de la ingenieria.
Para solucionar esta cuestién es necesario conside-
rar técnicas que produzcan campos con un grado
de variabilidad espacial de los pardametros de inte-
rés similar al observado. Estas técnicas se englo-
ban bajo el concepto de simulacién estocdstica.

Se llama simulacién estocdstica al proceso de
generar méliiples campos de la variable z mode-
lizada como una funcién aleatoria Z{u). Los cam-
pos simulados reproducen toda la informacién dis-
ponible y el patrén de continuidad espacial utiliza-
do para la modelizacién de Z(u).

6.1 Simulacion secuencial

Uno de los algoritmos que permiten la genera-
cién de realizaciones moltiples es el de simulacién
secuencial (ver Gémez-Herndndez y Cassiraga,
1994), cuyo esquema puede resumirse de la si-
guiente forma:

1) Se define un camino aleatorio visitando todos
los nodos a ser simulados.

2) Para el nodo a simular determinar la funcién
de distribucién acumulada, condicionada @
toda la informacién disponible, incluyendo los
distintos tipos de datos y los valores previa-
mente simulados en otros nodos. Conforme el
proceso de la simulacién se desarrolla, el ng-
mero de valores presimulados a considerar en
el célculo de la funcién de distribucién crece,
con el consiguiente incremento en el tiempo
de célculo. Por esta razén, la funcién de dis-
tribucién se condiciona sélo a los datos y va-

.

lores ya simulados més cercanos al nodo a si-
mular.

3) Se selecciona aleatoriamente de acuerdo a la
funcién de distribucién obtenida en (2), un
valor de la variable el cual se agrega como
informacién condicionante para la simulacién
del préximo nodo.

4) Se retorna al paso (2) hasta que todos los no-
dos hayan sido simulados.

5) Este proceso se repite partiendo de otro cami-
no aleatorio para generar otra realizacién.

La determinacién de las funciones de distribucién
condicionadas puede hacerse paramétrica o no
paramétricamente. En el primer caso, la funcién
de distribucién condicionada corresponde a un
modelo conocido del que hay que determinar los
pardmetros, por ejemplo, en el caso de que la fun-
cién de distribucién se modelice como multigau-
siana, las funciones de distribucién condicionales
son gausianas y su cdlculo requiere el conocimien-
to de la media y la varianza. En el segundo caso,
la funcién de distribucién se determina a partir del
célculo de unos cuantos puntos de la misma. La si-
mulacién no paramétrica utiliza variables indica-
doras, y se muestra como una técnica mucho més
potente y flexible que la paramétrica.

6.1.1 Simulacion gausiana secuencial

Si adoptamos un modelo multigausiano para
describir la dependencia espacial de las variables
consideradas, se puede demostrar que las funcio-
nes de distribucién condicionales a las que se hace
referencia en el punto (2) del pérrafo anterior son
gausianas, y por tanto es suficiente conocer la me-
dia y la varianza condicionales para su determina-
cién.

De los métodos de simulacién gausiana secuen-
cial describiremos los que pueden incorporar infor-
macién secundaria, como son los basados en el
cokrigeado completo y en el cokrigeado colocali-
zado con un modelo de Markov.

Puesto que los pardmetros de interés no estdn en
general normalmente distribuidos, la simulacién
gausiana utiliza, en el caso de dos variables alea-
torias, las variables transformadas siguientes:

Y](U) = q)][Z] (U)]

Y2(U) = ¢2[22(U)]
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donde Z, y Z, son las variables principal y secun-
daria respectivamente; u el vector de coordenadas
espaciales; ¢, y ¢, representan las funciones que
fransforman Z, y Z, en las variables Y, e Y, con
distribucidn normal de media nula y desviacién ti-
pica unitaria. Estas funciones se determinan empi-
ricamente a partir de los datos (Journel y Hui-
jbregts, 1978, p. 478). Una vez finalizada la
simulacién se realiza la fransformacién inversa y se
presentan los resuliados en las variables originales.

6.1.1.1 Simulacidn gausiana secuencial por cokrigeado
completo

El cokrigeado completo de Yi(u) considerando
tanto los datos primarios y1(ug), 0=1,...,n; como
los secundarios y»(uy), a=1,...,n2, proporciona la
media y la varianza de la distribucién condicional
gausiana de Y1(u). La media viene dada por el es-
timador cokrigeado simple yi1*(u) , y la varianza
corresponde a la varianza del cokrigeado simple
G2cxs(u), esto es:

o)t z 7"‘?)’2(“;)

o=l

yi(v)= Z?»‘Zlyl

n L)
GéKs(U) =1- z Mgsl(ua —u)- Z Ni)suz(U& —u)

o=l o=l
donde S,(u, -u) es la covarianza de Y;(u); S;,(v’,, -
u) es la covarianza cruzada entre Y,(u) y Y,(u). Los
(ny+n,) coeficientes A, se obtienen resolviendo el
sislema de cokrigeado simple correspondiente (ver
seccién 5.4 de este informe). Un estimador como
el anterior requiere modelizar las autocovarianzas
y covarianzas cruzadas entre variables, y resolver
un sistema de (n;+n,) ecuaciones para cada nodo
simulado. La consideracién del cokrigeado coloca-
lizado bajo un modelo markoviano alivia la carga
de cdlculo.

6.1.1.2 Simulacion gausiana secuencial
por cokrigeado colocalizado bajo un modelo
markoviano

Esta metodologia es idéntica a la anterior excep-
to en que sélo se considera el dato secundario co-
localizado para realizar cada estimacién, y en que
una hipétesis de tipo markoviana reduce el célculo
de las covarianzas necesarias, tal como fue expli-
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cado en el apartado 5.6 dedicado a cokrigeado
colocalizado bajo un modelo de Markov.

La media y la varianza de las funciones de distri-
bucién acumuladas condicionales gausianas vie-
nen dadas por las siguientes expresiones:

27"(3)’1

)+ APy, (v)

G blt) =1~ 29»“’51(11 )= A25,,(0)

o=1

Esta estimacién requiere la resolucién de un sis-
tema de (n1+17) ecuaciones, y la estimacién de la
funcién de covarianza de la variable principal. Las
funciones de covarianza secundaria y cruzada se
obtienen por simple reescalado de la correspon-
diente a la variable principal como se explica en el
apartado 5.6. En Journel et al. (1992) la simula-
cién gausiana bajo un modelo de Markov fue apli-
cada al cartografiado de un domo de sal en el

Golto de México.

6.1.1.3 Simulacién conjunta de varias variables

Una extensién de las metodologias previas es la
cosimulacién secuencial, en la cual se simulan va-
rias variables conjuntamente. Estas variables estdn
por lo general correlacionadas enire sf, por ejem-
plo: la permeabilidad horizontal, la permeabilidad
vertical y la porosidad de un acuifero. La cosimula-
cién gausiana secuencial considerando un cokri-
geado completo estd descrita por Gémez-Herndn-
dezy Journel (1993) y por Verly (1993). La técnica
es idéntica a la desarrollada para una variable,
sélo que en lugar de simular un valor en cada
nodo, se simula un vector de g componentes, don-
de g=1,...,Q; es el nimero de variables principa-
les. Cada nodo simulado se condiciona a los da-
tos disponibles més cercanos de la variable a si-
mular, de las demds variables principales, de las
variables secundarias, y a los valores previamente
simulados. Esto, mds la inferencia de las autoco-
varianzas y covarianzas cruzadas entre todas las
variables, supone un mayor costo computacional
con respecto a la simulacién secuencial de una
sola variable.

Almeida (1993a y b) y Almeida y Journel (1994)
han desarrollado el algoritmo de cosimulacién se-
cuencial con informacién secundaria colocalizada
y bajo un modelo de Markov. Este modelo reduce
el nGmero de datos secundarios parficipantes en
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cada estimacién al dato colocalizado para cada
variable secundaria incorporada, y para cada va-
riable principal previamente simulada. Ademds
una hipétesis markoviana reduce sensiblemente el
nimero de covarianzas a estimar, ya que tanfo las
autocovarianzas como las covarianzas cruzadas
para las variables secundarias pueden expresarse
como una funcién de las covarianzas de las varia-
bles principales. El proceso de cosimulacién re-
quiere establecer una jerarquia de atributos, tanto
principales como secundarias, la cual establece el
orden en que las variables son simuladas. En Al-
meida et al. (1993) y en Frykman (1994), la cosi-
mulacién gausiana bajo un modelo de Markov es
aplicada a un caso real para carografiar las pro-
piedades petrofisicas de un yacimiento en el Mar
del Norte (Dan Field, Danish North Sea).

6.1.2 Simulacién indicadora secuencial

La simulacién indicadora secuencial no adopta
ningdn modelo estadistico a priori al contrario que
la simulacién gausiana secuencial que adoptaba
un modelo multigausiano. La secuencia de la si-
mulacién comienza codificando toda la informa-
cién disponible, incluyendo los datos blandos, de
acverdo a la funcién indicadora. Como se indicé
en 5.7, el krigeado indicador en sus distintas va-
riantes proporciona un estimador no paramétrico
de la funcién de distribucién condicional acumula-
da que podemos utilizar directamente en el algorit-
mo de la simulacién secuencial.

Tanto el krigeado indicador como el cokrigeado
bajo un formalismo de Markov-Bayes, pueden utili-
zarse en la simulacién secuencial. La diferencia en-
fre un método y ofro estd en cédmo es considerada
la informacién blanda por el sistema de krigea-
do/cokrigeado. En el primer caso, y como fue di-
cho al hablar de krigeado indicador, no hay posibi-
lidad de distinguir los patrones de confinuidad es-
pacial de la informacién blanda de los de la infor-
macién dura. En el caso del mejorado por Markov-
Bayes los datos son incorporados a través de un
estimador cokrigeado, lo que ademés de permitir
distinguir entre una variable y la otra, permite el
mejorado de las funciones estimados o priori, a
partir de la informacién blanda, condiciondndolas
a los datos vecinos.

Chu et al. {1991, 1992) realizaron la simula-
cién de la porosidad (a partir de datos de un reser-
vorio de peirdleo localizado en West Texas) apli-
cando tanto simulacién gausiana como simulacién
de indicadores bajo el algoritmo de Markov-Bayes.

La simulacién gausiana no puede incorporar infor-
macién secundaria por lo que la simulacién se
realizé considerando sélo los datos duros, mien-
iras que la simulacién de indicadores incorporé la
densa informacién secundaria disponible. Los
campos generados por simulacién de indicadores
muestran una mayor resolucién en cuanto a que
son més estruciurados y més consistentes con la
informacién secundaria considerada, sobre todo
se aprecia una mejor reproduccién de los valores
altos. Araktingi et al. (1992) cartogra-fiaron un ho-
rizonte estratigréfico comparando los resultados
entre los algoritmos de krigeado por deriva externa
y simulacién secuencial indicadora bajo Markov-
Bayes. Langlais y Doyle (1993) adaptaron el algo-
ritmo de simulacién indicadora secuencial para in-
corporar derivas.

6.2 Simulacion por recocido simulado
(annealing)

Los métodos indicadores permiten la incorpora-
cién directa de informacién proveniente de dife-
renfes fuentes y bajo distintos formatos, siendo una
de los técnicas més flexibles para la modelacién
estocdstica en las ciencias del terreno. Sin embar-
go, los algoritmos indicadores son computacional-
mente intensivos, requieren la inferencia de mu-
chas funciones de covarianza, y no pueden consi-
derar propiedades que no puedan caracterizarse
mediante una funcién de covarianza.

La simulacién por recocido simulado (ver
Deutsch, 1992; Deutsch y Journel, 1991 y 1992b;
Deutsch y Cockerman, 1994) es una herramienta
capaz de complementar las técnicas mds tradicio-
nales de simulacién estocéstica. Su mayor ventaja
es su capacidad de imponer cierios patrones de
variabilidad espacial que son dificiles de caracteri-
zar a través de funciones de covarianza, a la vez
que su facilidad, al menos teérica, para incorporar
informacién proveniente de diversas fuentes. Su
flexibilidad es posible gracias a un algoritmo sim-
ple pero computacionalmente poco eficiente por
lo que el uso del recocido simulado no se reco-
mienda para aquellos casos en que existan herra-
mientas alternativas capaces de alcanzar el mismo
obijetivo.

El recocido simulado se basa en un algoritmo
inicialmente desarrollado para la solucién de pro-
blemas de optimizacién, en los cuales se requeria
la ordenacién éptima de un sistema con un gran
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nimero de componenties. En el contexto de la mo-
delizacién estocéstica los componentes podrian ser
los valores del pardmetro en estudio discretizados
sobre una malla. La optimalidad de la ordenacién
se puede medir por cémo el orden de los bloques
reproduce el patrén de correlacién espacial (cova-
rianzas) que se desea imponer. Puesto que existen
muchas ordenaciones capaces de reproducir dicho
patrén, encontrar un Sptimo equivale a generar
una realizacién del atributo modelizado. Asi, por
un lado el problema de representacién estocdstica
es fransformado en uno de optimizacién, y por el
otro el problema de optimizacién es resuelto por
recocido simulado, técnica que pertenece a las lla-
madas de relajacién estocdstica. La caracteristica
principal de los métodos de relajacién estocdstica
es perturbar iterativamente la realizacién “candida-
ta” y luego aceptar o no la perturbacién en fun-
cién de alguna regla de decision. Esta regla estd
en relacién con cudn cercanas las propiedades es-
tadisticas de la representacién perturbada estdn de
las deseadas.

Para ilustrar la aplicacién de esta metodologia,
se considera una variable categérica Z(u) que pue-
de fomar k valores, con k=1,...,K. El problema es
generar una distribucién espacial de Z(u) en los N
nodos de una malla, es decir simular los valores
z{uy), i=1,...,N, preservando una cierta correlacién
espacial, que, por ejemplo, podemos suponer que
viene dada por el histograma bivariado siguiente:

f(h;k,k,) =Prob{Z(u) € alacategoria k,,
Z(u+h)e alacategoriak,}, k,k, =1,....K

Este histograma es conocido para los vectores de
separacién h=hy,...,h.. Una posible funcién obijeti-
vo puede ser:

L K K
O = 2 Z Z [f(hl ; k'll k2 )refenencia - 1L—(hll k'l' k2 )reah'zacién]2

Kk k

El aigoritmo general de recocido simulado pue-
de esquematizarse a través de los siguientes pasos:

1) Establecer las componentes de referencia de
la funcién objetivo, es decir, cudles son los
valores del histograma bivariado que quere-
mos reproducir:

flhy; k. k) 1....Luk=1..,Ku;

referencia v’ I -

k,=1,...,K,u
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2) Generar una redlizacién inicial z(uj), i=1,...,.N
que al menos reproduzca las frecuencias rela-
tivas de cada una de las categorias a las que
puede pertenecer Z(u). Por ejemplo generan-
do los valores aleatoriamente a pariir de la
distribucién univariada.

3) Calcular las componentes de la realizacién en
la funcién obietivo, es decir:

flh; ki, k) I=1..,Lk=1,..Kk=1..K

referencic’

4) Evaluar la funcién obijetivo O.

5) Seleccionar dos nodos al azar e intercambiar
sus valores. Este intercambio resulta en una
nueva realizacién z'(ui), i=1,...,N.

6) Actualizar todas las componentes de la fun-
cién objetivo para la nueva realizacién y ree-
valuarla, lo que da como resuliado O.

7) El intercambio (y por tanto la nueva reali-
zacién) serd aceptada si la funcién objetivo
decrece, es decir, si O’'<O 8, con una cierta
probabilidad, si la funcién objetivo aumenta.
La segunda posibilidad de aceptacién hace
que una fraccién de los intercambios que no
ayudan @ reducir la funcién objetivo se acep-
ten evitando asi que el proceso de opfimiza-
cién se quede estancado en un minimo local.
Esta probabilidad va decreciendo a medida
que la simulacién progresa de manera que
cada vez es menor la fraccién de tales inter-
cambios que se aceptan. .Es precisamente
esta posibilidad de aceptar intercambios que
no ayudan a reducir la funcién objetivo lo
que le da el nombre de recocido simulado.

8) Si la funcién objetivo alcanza un valor cerca-
no a cero, la realizacién se considera definiti-
va. De lo contrario se vuelve al paso (5) y se
realiza un nuevo intercambio.

Este algoritmo puede sufrir muchas variantes se-
gin se consideren distintas funciones obijetivos, di-
ferentes modos de crear la representacién inicial,
diferentes mecanismos de perturbacidn, y distintas
reglas de aceptacién.

La técnica del recocido simulado anteriormente
descrita puede adaptarse para considerar informa-
cién blanda o secundaria. Para ello es necesario
modificar la funcién objetivo de manera que pue-
da considerar esa informatién en el proceso de
optimizacién. Por ejemplo, si se cuenta con un
grupo de datos de calibracién, es posible obtener
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informacién acerca de la correlacién entre las va-
riable principal y secundaria, a partir del corres-
pondiente diagrama de dispersién. Si sumarizamos
esta correlacién por el coeficiente de correlacién
lineal Pealibracien Y queremos que la realizacién pre-
sente dicho coeficiente de correlacién, no tenemos
mds que aiiadir un término a la funcién objetivo
como el siguiente:

— 2
oc - [p calibracién prealizacién]

De forma similar puede considerarse ofro tipo de
informacién mientras pueda expresarse su relacién
con la variable principal de una manera capaz de
ser infegrada en la funcién objetivo. Sin embargo,
el disefio de una funcién objetivo compleja puede
hacer impracficable el método desde el punto de
vista computacional. En Deutsch y Journel (1992b)
se presentd el esquema de una aproximacién por
recocido simulado para incluir permeabilidades
efectivas derivadas de ensayos de bombeo en la
isimulccién de campos de permeabilidad a escala
ocal.

La mayor desventaja de esta técnica de simula-
cién es que al tratarse de un problema de optimi-
zacién, la convergencia hacia el éptimo puede ser
lenta, reduciendo su eficiencia computacional.
Existe la posibilidad de implementar méfodos que
aceleran esta convergencia, pero que pueden ses-
gar los resultados. Sin embargo, si partimos de
una buena condicién inicial, este sesgo puede ser
minimo.

6.3 Simulacion por campo
de probabilidades

Froidevaux (1992) y Srivastava (1992 y 1994)
han presentado una técnica de simulacién condi-
cional capaz de incorporar diferentes tipos de in-
formacién, conocida como simulacién por campo
de probabilidades. Dos son las caracteristicas dis-
fintivas de este algoritmo. La primera es la disocia-
cién entre las tareas de estimar la funcién de distri-
bucién acumulada condicionada en cada localiza-
cidn y la generacién de las representaciones equi-
probables del atributo. (Recordemos que en la téc-
nica de simulacién secuencial las funciones de dis-
tribucién se van calculando secuencialmente en
cada punto a simular). La segunda es que la inte-
gracién de distinfos tipos de informacién se hace
de un modo muy sencillo.

Consideremos un atributo Z a simular sobre los
nodos de una malla, condicionado a una serie de
medidas. Previo a la simulacién podemos determi-
nar en cada nodo la funcién de distribucién condi-
cional en base a un cierto modelo de funcién
aleatoria por alguno de los méiodos descritos en
secciones anteriores. En concreto, en el nodo n co-
noceremos:

Flu;z I (n)) =Prob{Z{u)< z I (n)}

donde (n) representa la informacién condicionante
local.

Ahora consideremos una redlizacién del atributo
{zs(u3), i=1,...,N}. Puesto que las funciones de dis-
tribucién local son biunivocas hay una correspon-
dencia inequivoca entre los valores de la reali-
zacién y las correspondientes probabilidades aso-
ciadas a través de dichas distribuciones locales:

{z.(v,),i=1,...N} & {p,(u;),i=1,...,N}

con p(u) = F(uyz(u)}](n)), donde las probabi-
lidades locales p,(u) pueden ser interpretadas
como los resultados de una funcién aleatoria P(u).
Esto plantea la posibilidad de generar una reali-
zacién de las probabilidades a partir de las cuales,
y a través de las funciones de distribucién locales,
obtener los valores del atribuio.

Las principales ventajas de este procedimiento
serian el que las realizaciones de los campos de
probabilidad no tienen que ser condicionales y el
que la funcién F(u;z|(n)) puede determinarse con
los métodos de estimacién més elaborados de que
dispongamos.

La generacién de los campos de probabilidad se
realiza bajo las siguientes suposiciones:

a) Dado que P(u) representa un campo de pro-
babilidades, este sigue una distribucién uni-
forme; y

b) Hay unas “caracteristicas de permanencia”
entre la transformada uniforme U(Z(u)) y P(u),
que nos permife asimilar la covarianza del
campo de probabilidades al de la transforma-
da uniforme de los datos disponibles, es decir:

Golh) = Gylh)

U(u) =Prob {Z < z{u)}
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Este punto es el mas intuitivo del algoritmo y no
existe una justificacién teérica del mismo. En Froi-
devaux (1992) estas hipétesis son conirastadas ex-
perimentalmente.

La implementacién practica del algoritmo de si-
mulacién de campo de probabilidades puede es-
quematizarse como sigue:

1) Definimos un mallado que cubra el drea de
interés.

2) Obtenemos para cada nodo de la malla la
funcién de distribucién acumulada condicio-
nada local F(u,z) del atributo a ser simulado.

3) Calculamos y modelizamos la funcién de co-
varianza de la transformada uniforme de Z(u)
y asumimos que:

CP(h) = Cu(h)

4) Generamos sobre la malla una simulacién no
condicionada de P(u) con distribucién unifor-
me y covarianza Cp(h).

5) Para cada nodo obtenemos el valor zs(u) a
partir de la funcién de distribucién local F(u,z)
utilizando el valor de probabilidad ps(u) co-
rrespondiente, es decir:

z,(u) = F~'(u, py(u))

6) Repetimos (4) y (5) para obtener ofra reali-
zacién equiprobable del atributo.
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Bourgault et al. (1995) y Bourgault y Journel
(1995) han extendido la técnica de simulacién de
campos de probabilidades para el caso de estima-
cién de un campo de la variable principal en pre-
sencia de informacién secundaria densamente
muestreada. Estos autores realizaron el cartogra-
fiado de la conductividad elécirica del suelo incor-
porando medidas de respuesta electromagnética
del mismo.

6.4 Algoritmos booleanos

Los algoritmos booleanos constituyen otra cate-
goria dentro de los algoritmos de simulacién esto-
céstica. El objetivo de estos algoritmos es rellenar
el espacio a simular con objetos geométricos en
los que los parémetros que definen la geometria
de estos objetos siguen una cierta ley de distribu-
cién. Un ejemplo clasico de modelo booleano es
el de redes de fracturas para la modelizacién del
flujo en macizos graniticos. Los objetos son fractu-
ras planas elipticas y los parémetros geométricos
que les definen son el ceniro, la orientacién del se-
mieje mayor y las longitudes de los semiejes mayor
y menor.

Los modelos booleanos aunque atractivos por su
fundamento geométrico son complejos de imple-
mentacién (es dificil inferir las distribuciones de
probabilidad de los pardmetros que. definen la
geometria de los objetos) y muy dificiles de condi-
cionar a la informacién existente.




7

EJEMPLO
DE APLICACION
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7. Ejemplo de ublicuciér{

Para mostrar el resultado de las técnicas descri-
tas en este informe presentamos un ejemplo sintéti-
co desarrollado sobre un acuifero rectangular de
2,0 por 1,2 kilémetros discretizado en 24000 cel-
das. Contamos con una base de datos de génesis
natural obtenida a partir de un modelo de eleva-
cién digital de una zona de Nevada (Estados Uni-
dos) denominada Lago Walker (Gémez-Herndn-
dez, 1992). Para obtener estos datos no se ha em-
pleado ningGn algoritmo de generacién que pue-
da introducir algdn artificio en su estructura de co-
rrelacién, por lo que se puede afirmar que estos
datos tienen un pairén de continuidad espacial
susceptible de ser encontrado en la naturaleza.

La base de datos Walker cuenta con dos varia-
bles, U y V, exhaustivamente conocidas que consti-
tuyen los campos de referencia a partir de los cua-
les hemos seleccionado la informacién para desa-
rrollar este ejercicio. La variable U, variable princi-
pal, representa permeabilidades (figura 3) y la va-
riable V, variable secundaria (figura 4), un atributo
geofisico correlacionado con aquélla, como por
ejemplo la atenuacién o la velocidad sismica.

Como se aprecia en la figura 3, el campo de
permeabilidades tiene una zona de valores altos
rodeada por dos zonas de valores bajos. Se ha uti-
lizado la misma escala de grises en ambas figuras
para mostrar que, a pesar de que el patrén de
confinuidad espacial de ambos campos es similar,
la variable secundaria tiene menos variabilidad
que la variable principal, siendo el coeficiente de
correlacién lineal entre éstas igual a 0.6.

Del campo de la figura 3 se seleccionan 20 da-
tos regularmente espaciados segin el patrdn de la
figura 5, los cuales constituyen los datos duros. Es-
tos datos corresponderian a medidas directas en
perforaciones realizadas in situ. Por otro lado, con-
sideramos que el campo de la figura 4 es el resul-
tado de una campafa de prospeccién sismica 3-
D, lo que nos proporciona informacién exhaustiva
acerca de la variable secundaria.

Para la estimacién de los pardmetros que cuanti-
fican la correlacién espacial de las variables en
juego y su interrelacidn disponemos de un conjun-
to de datos de calibracién, integrado por 200 pa-
rejas que fueron seleccionadas aleatoriamente de
los campos exhaustivos de las figuras 3 y 4, y cu-
yos localizaciones pueden verse en la figura 6.

Este conjunto de datos no interviene en las. esti-
maciones que de la variable principal se realizan
mds adelante, sélo es utilizado para obtener los
pardmetros de correlacién necesarios por cada al-
goritmo. Algunos de estos pardmeiros se calibran

a partir de un diagrama de dispersién como el que
se muestra en la figura 2, y que justamente corres-
ponde a estos 200 datos de calibracién.

En la figura 7 se presentan los variogramas obte-
nidos a partir de los datos de calibracién para la
variable principal y para la secundaria y el vario-
grama cruzado enire éstas.

El variograma es una funcién vectorial que mide
la distancia estructural entre dos puntos en funcién
de la distancia euclidea. Es una funcién creciente
que se estabiliza para un valor denominado mese-
ta a una distancia llamada alcance. El alcance es
la distancia a la cual la correlacién de la variable
desaparece, y en general, varia con la direccién.
La pendiente del variograma es mds tendida en la
direccién de méxima continuidad indicando que la
correlacién se pierde mds lentamente, y lo es me-
nos en la direccién de minima continvidad donde
la correlacién desaparece mds rdpidamente.

En nuestro ejercicio las direcciones de méxima y
minima continuidad son N30O y N6OE respectiva-
mente. En la figura 7 se muestran con linea de
punios el variograma experimental y en linea llena
los modelos ajustados.

7.1 Resuliados de los algoritmos
de esiimacion

Estamos interesados en obtener un campo esti-
mado de la variable principal U considerando
toda la informacién disponible, esto es, los 20 da-
tos duros y los 24000 datos blandos.

La solucién més sencilla es despreciar los datos
blandos e interpolar los 20 datos de la variable
principal. En la figura 8 se muestra el resultado de
realizar el krigeado simple de los 20 datos duros.
El mapa resulfante presenta una resolucién pobre
en comparacién con el campo de referencia de la
variable principal {figura 3). La inferpolacién reali-
zada no considera la informacién secundaria, y
s6lo se ha realizado con el fin de comparar los re-
sultados obtenidos cuando dicha informacién es
incorporada en las estimaciones. La valoracién de
los campos estimados se hace comparandolos con
el campo de referencia de la figura 3 y con el
campo que resulia de interpolar la informacién
principal sin incorporar la secundaria (figura 8).
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7.1.1 Andlisis de los resultados

Regresion lineal

A partir de los 20 datos de la variable principal y
los correspondientes datos secundarios en las mis-
mas localizaciones, se calibra una recta de regre-
sién. Las estimaciones de la variable principal son
obtenidas transformando el campo secundario de
la figura 4 a través de dicha recta de regresién.
Este método es simple y no es capaz de considerar
la dependencia espacial entre las variables. Su
bondad depende del grado de correlacién lineal
entre los datos. El campo resuliante de la aplica-
cién de este método se presenta en la figura 9.
Como puede apreciarse corresponde a un escala-
do de la figura 4, y dado que disponemos de in-
formacién secundaria densamente muestreada y
que los patrones de continuidad espacial de las
variables en juego son similares, la calidad del
campo resultante es buena.

Krigeado con una deriva exferna

Este método es aplicable cuando de alguna ma-
nera podemos afirmar que la variable secundaria
define la tendencia de la variable principal. En
nuestro caso el campo exhaustivo de las medidas
de atenuacién o velocidades sismicas puede ser un
buen informador de la fendencia de la porosidad
(y de la transmisividad) del acuifero. El campo re-
sultante se muestra en la figura 10. Como para el
caso de regresién lineal este método requiere co-
nocer la variable secundaria de forma exhaustiva,
por lo que la calidad del campo interpolado se ve
afectada si la informacién blanda es escasa. Ade-
mas este método no explota la correlacién espa-
cial entre las variables consideradas.

Cokrigeado colocalizado

Este método incorpora la informacién secundaria
como covariada, es decir que explota la informa-
cién sobre continuidad espacial de la variable
principal y la de la correlacién lineal puntual entre
la variable primaria y la secundaria. Al igual que
los métodos anteriores requiere del conocimiento
de la variable secundaria de forma exhaustiva. El
campo resultante se muestra en la figura 11. Aun-
que, por lo menos a tenor de este ejercicio, no se
puede afirmar que el resuliado sea mejor que el
de los métodos anieriores, la gran ventaja de este
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algoritmo radica en su menor costo computacio-
nal, sobre todo si se desea incorporar més de una
variable secundaria.

Cokrigeado complefo

Toda la informacién es tratada como covariada,
es decir que se utiliza la auto-correlacién espacial
de las variable principal y secundaria y la correla-
cién cruzada entre las mismas. El campo resuliante
se muestra en la figura 12. De los métodos cuyos
resultados hasta aqui hemos presentado, el cokri-
geado completo es el que mayor informacién so-
bre la correlacién entre las variables incorpora. En
contrapartida requiere un mayor esfuerzo de mo-
delizacién de variogramas y el tiempo de cémputo
puede ser muy elevado si se quiere incorporar mds
de una variable secundaria. Es interesante compa-
rar las imagenes 11 y 12 y apreciar la poca degra-
dacién que implica considerar sélo el dato secun-
dario colocalizado.

Krigeado indicador

Como fue explicado en el punto 5.7, el krigeado
indicador no produce una estimacién del valor que
la variable en juego puede tener, sino que estima
valores de la probabilidad de que dicha variable se
encuentre por debajo de determinado valor. Estos
valores son interpolados y extrapolados obteniendo
una funcién de distribucién de probabilidades a
partir de la cual se elige generalmente el valor me-
dio o el mediano como estimador de la variable
que inferesa. En el ejemplo que aqui presentamos
se ha seleccionado el valor mediano, siendo el
campo resultante el que se muestra en la figura 13.
El aspecto de este campo es el peor de los hasta
aqui presentados ya que cada dato blando ha sido
codificado como un dato de intervalo a partir del
diagrama de dispersién de los datos de calibra-
cién siguiendo la metodologia que comentamos a
continuacién. Se divide el rango de variacién de la
variable secundaria. Para nuestro ejercicio hemos
considerado los deciles. Dentro de cada infervalo
asi definido para la variable secundaria se proce-
de a obtener el valor minimo y méximo que toma
la variable principal. Estos valores definen el inter-
valo dentro del cual para un dado valor de la va-
riable secundaria estd el valor de la variable prin-
cipal. Esto es, sabemos que si la variable secunda-
ria toma un determinado valor, el valor de la va-
riable principal estard entre un méximo y un mini-
mo pero sin saber exactamente cudl es ese valor.
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Evidentemente cuanto menos dispersa sea la nube
que forman los datos de calibracién més estrechos
serén los infervalos calibrados, lo que restringird
mas la variabilidad de la variable principal y mejo-
raré la calidad de la informacién incorporada.
Una vez realizada esta calibracién todos los datos
secundarios son transformados de acuerdo a ella e
incorporados en el proceso de krigeado indistinta-
mente con los datos duros. Esto supone una gran
incertidumbre puesto que no conocemos cuanto
vale la variable dentro de los limites de cada inter-
valo. El krigeado indicador se comporta mejor que
los métodos anteriores cuando la informacién se-
cundaria no estd densamente muestreada.

Cokrigeado indicador

Al igual que el krigeado indicador este método
permite construir las distribuciones locales de fre-
cuencia para la variable modelizada a partir de las
cuales es posible seleccionar un valor de ésta. En
este ejercicio hemos seleccionado el valor media-
no. El campo resultante puede verse en la figura
14. Puede observarse que el resultado es muy bue-
no y apreciar el impacto que tiene el construir las
distribuciones locales considerando los indicadores
de las variables principal y secundaria por separa-
do comparando esta figura con la anterior.

Campo de probabilidades

En la figura 15 puede verse el campo interpola-
do aplicando la extensién del algoritmo de simula-
cién por campo de probabilidades a la que hici-
mos referencia en el punto 6.3. Si se dispone de la
informacién secundaria de forma exhaustiva y de
las funciones locales de distribucién de prob-
abilidades, posiblemente construidas a partir de al-
guno de los métodos presentados, el algoritmo es
el més eficiente computacionalmente.

7.2 Resultados de los algoritmos
de simulacion

Para evaluar el comportamiento de los algorii-
mos de simulacién hemos realizado un ejercicio en
el gue modelizamos el flujo de agua subterrdnea y
el fransporte de masa para el acuifero descrito en
el punto 7.1. Los algoritmos evaluados fueron los
siguientes:

Q simulacién gausiana secuencial,

QO simulacién gausiana secuencial por cokri-
geado colocalizado bajo un modelo marko-
viano,

0 simulacién indicadora secuencial,

O simulacién secuencial por cokrigeado indica-
dor con un modelo de Markov-Bayes,

Q  simulacién por campos de probabilidades, y
QO  simulacién por recocido simulado.

Utilizaremos una aproximacién de Monte Carlo,
similar a la descrita por Gémez-Herndndez y Wen
(1994), para cuantificar la incertidumbre en la esti-
macién del tiempo y de la posicién de llegada de
un confaminante que viaja a través del acuifero.

Primero, el problema de flujo y de transporte es
resuelto para el campo de referencia (figura 16,
campo superior). Por razones de eficiencia compu-
tacional el campo original de 200 por 120 celdas
es escalado utilizando blogues de 2 x 2 celdas y
asignando a éstos la media geométrica de los blo-
ques individuales. En la figura 16 (campo inferior)
se muestra..el campo de referencia escalado. Las
condiciones de borde que hemos considerado son:
alfura prescrita constante en los bordes oeste y este
iguales a 10 y O metros respectivamente, y flujo
nulo a través de los bordes norte y sur. El mapa de
alturas piezométricas resultante se muestra en la fi-
gura 17. Puede observarse que a causa de las
condiciones de borde el flujo medio se desarrolla
en sentido oeste-este.

Para el problema de transporte hemos conside-
rado el caso de un hipotético repositorio de resi-
duos nucleares localizado en el borde oeste del
acvifero. Un escape de 2000 pariiculas uniforme-
mente repartidas en un segmento de 0,2 kiléme-
tros de longitud, cuyo ceniro se encuentra en la
coordenada vertical y=0,6 km, es modelizado
considerando sélo el transporte advectivo. En las
figuras 16 y 17 se muesiran las trayeciorias segui-
das por 20 de esas particulas representadas sobre
el campo de transmisividades escaladas y sobre el
de alturas piezométricas, respectivamente. En la fi-
gura 18 hemos representado graficamente la cur-
va de llegada del contaminante mientras que en la
19 y 20 los histogramas de los tiempos y de las
posiciones de llegada al borde este para 2000
particulas respectivamente. Las mismas figuras fue-
ron obtenidas a partir de los resultados obtenidos
por cada uno de los métodos utilizados con el fin
de ser comparados con las correspondientes al
campo de referencia.
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Para el escenario descrito un andlisis de la incer-
tidumbre en la prediccién de los tiempos y las po-
siciones de llegada es realizado utilizando los datos
descritos en 7.1. La metodologia seguida, la misma
en cada uno de los métodos, es la siguiente:

a) Generamos 100 simulaciones del campo de
transmisividad condicionadas tanto a la infor-
macién dura como a la blanda (excepto para
el algoritmo de simulacién gausiana secuen-
cial que no permite la incorporacién de infor-
macién blanda), y con los pairones de varia-
bilidad espacial modelizados a partir de los
datos de calibracién.

b) Cada uno de estos campos es escalado se-
gun bloques de 2 x 2 a los cuales asignamos
la media geométrica de los bloques indivi-
duales.

¢) La ecuacién del flujo subterréneo es resuelta
para cada uno de los campos obtenidos en el
paso anterior.

d) Las trayectorias de las particulas son evaluo-
das en cada uno de los campos simulados
utilizando el programa descrito en Wen y
Kung (1993) considerando sélo el movimien-
to advectivo del contaminante.

e) Los resultados son analizados estadisticamen-
te. Este andlisis consiste en obtener para el
conjunto de 100 realizaciones de cada méto-
do, la curva media de llegada, las curvas en-
volventes correspondientes al 5% y al 95% de
probabilidad, y los histogramas de las posi-
ciones y los tiempos de llegada.

En las figuras 21 a 26 mostramos, a la izquier-
da, tres campos escalados de transmisividad, y a
la derecha los correspondientes campos de alturas
piezométricas que resultan de la resolucién del
modelo de flujo. Sobre todos los campos hemos
representado gréficamente las trayectorias segui-
das por 20 particulas que escapan del repositorio.

En la figura 27 se muestran la curva de llegada
media y las envolventes correspondiente al 5% y al
95% de probabilidad para cada uno de los méto-
dos considerados. También se ha representado la
curva de llegada correspondiente al campo de re-
ferencia. Por ¢liimo en las figuras 28 y 29 pueden
verse los histogramas de la posicién y los tiempos
de llegada respectivamente, correspondientes al
campo de referencia y a cada uno de los métodos.
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7.2.1 Andlisis de los resultados

Simulacion gausiana secuencial

La simulacién de la variable principal adoptando
un modelo multigausiano para describir su de-
pendencia espacial fue realizada considerando
sélo la informacién acerca de la variable principal,
esto es, los 20 datos duros. A pesar de esto, y
como hemos comentado en el punto 6.1.1, la si-
mulacién gausiana secuencial de una variable
puede realizarse considerando una o varias varia-
bles secundarias, siendo también posible la cosi-
mulacién de varios atributos. Aqui estamos intere-
sados en evaluar el impacto que tiene la incorpo-
racién de la informacién complementaria compa-
rando los resultados obtenidos en este punto con
los de los subsiguientes.

Simulacion gausiana secuencial por cokrigeado
colocalizado bajo un modelo markoviano

La simulacién gausiana del afributo principal se
realiza considerando ademds de los 20 datos du-
ros como en el método anterior, el dato secunda-
rio colocalizado en el punto a estimar. Si compa-
ramos las figuras 21 y 22 podemos ver la notable
influencia que tfiene considerar informacién com-
plementaria. Los campos simulados de transmisivi-
dad son mds consistentes con el de referencia, lo
gue naturalmente se refleja en los correspondien-
tes campos de alturas piezométricas. Las caracte-
risticas a gran escala son mejor descritas cuando
se considera la informacién secundaria por lo que
la incertidumbre en la prediccién de la posicién y
de los tiempos de llegada seré menor como puede
apreciarse observando las curvas de llegada repre-
sentadas en la figura 27 para cada método. Am-
bas curvas medias muesiran la misma desviacién
sesgada con respecio a la de referencia, pero el
ancho del intervalo de probabilidad definido por
las curvas envolventes es mucho menor para el
caso que considera informacién secundaria. Més
interesante es observar el comportamiento de la
trayectorias de las particulas de contaminante.
Mieniras que para el caso en que sélo se conside-
ra la informacién principal la posicién de llegada
puede variar considerablemente de un campo a
otro, en el caso de incorporar informacién secun-
daria el rango de variacién de estas posiciones
disminuye drasticamente. Esto puede verse claro-
mente expresado por los histogramas de la posi-
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cién de llegada de la figura 28. La incorporacién
de la informacién secundaria reduce en més de
100 veces la varianza de la posicién de llegada.
Algo similar ocurre con los tiempos aunque en me-
nor escala.

Simulacién indicadora secuencial

La simulacién indicadora secuencial se realizé
considerando toda la informacién disponible. En
este caso los datos blandos fueron codificados
como datos de intervalo a partir del diagrama de
dispersién de los datos de calibracién como ha
sido descrito en 7.1. En la figura 23 se muestra el
resultado de nuestro ejercicio para este método.
Este método tampoco logra una adecuada repro-
duccién de la variabilidad a gran escala de la
transmisividad, lo que afecta a las frayectorias, y
en consecuencia a los tiempos y la posicién de lle-
gada. Esto puede comprobarse observando en la
figura 27 las curvas de llegada y sobre todo las
envolventes para el 5% y el 95% de probabilidad.
A pesar de que la curva media se aparta de igual
manera que para los demds métodos, la incerti-
dumbre representada por la separacién entre en-
volventes es mayor. De igual forma lo expresa el
histograma correspondiente en la figura 28.

Simulacidn secuencial por cokrigeado indicador con un
modelo de Markov-Bayes

Como hemos explicado en el punto 5.8 el cokri-
geado indicador con un modelo de Markov-Bayes
permite la mejor incorporacién de la informacién
secundaria. Tres de los campos generados bajo
este formalismo se muestran en la figura 24. Pue-
de verse que la reproduccién del campo de trans-

misividad es muy bueno lo que redunda en el
comportamiento de los tiempos de llegada. Las
envolventes en la figura 27 determinan un interva-
lo mds estrecho alrededor de la media y el histo-
grama de la posicién de llegada en la figura 28
muestra que los estadisticos globales del conjunto
de 100 simulaciones son los méds cercanos a los
de referencia.

Simulacion por campos de probabilidades

La simulacién por campo de probabilidades fue
implementada utilizando como funciones locales
de distribucién condicionadas a la informacién dis-
ponible, las construidas via el algoritmo de cokri-
geado indicador bajo un formalismo de Markov-
Bayes. El método se comporta relativamente bien
en cuanto a la representacién de la curva media
de llegadas, pero no asi con respecio a las envol-
ventes. Esto se puede visualizar también en el his-
tograma de las posiciones y tiempos de llegada {fi-
gura 28 y 29). El atractivo de este método estd en
el menor tiempo de CPU que requiere.

Simulacidn por recocido simulado

Una técnica de recocido simulado ha sido utili-
zada para generar campos de transmisividad con-
dicionados a los datos duros, al pairén de conti-
nuidad espacial y al histograma bivariado obteni-
do a partir de los datos de calibracién. Dado que
este es un algoritmo de optimizacién y que conta-
mos con informacién secundaria exhaustiva los
campos simulados son muy similares entre si, re-
sullando en que las curvas envolventes estdn muy
cerca de su media.
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Figura 3. Campo de referencia de la variable principal (U).
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Figura 4. Campo de referencia de lo variable secundaria (V).
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Figura 7. Variogramas experimentales y modelos gjustados. Por columnas los variogramas en los direcciones N6OE y N300.
Por filas los variogramas de I variable principal, secundaria y cruzada.
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Figura 8. Compo inferpolado por krigeado simple con media global de los 20 datos duros.
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Figura 9. Campo estimado por regresion lineal.
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Figura 10.Campo estimado por krigeado con una deriva externa.
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Figura 11. Campo estimado por cokrigeado colocalizado.
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Figura 12. Campo estimado por cokrigeado complefo.
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Figura 13. Campo estimado por krigeado indicador.
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Figura 14. Campo estimado por cokrigeado indicador.
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Figura 15. Campo estimado por campo de probabilidades.
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Figura 16. Campo de transmisividades de referencio. Arriba: compo original. Abajo: compo escalodo considerando blogues de 2 x 2
celdas. Sobre este tltimo se han representado grdficomente los trayectorias de 20 particulas.
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Figura 17. Campo de alturas piezométricas de referencia y trayectorios de 20 particulos.
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Figura 18. Curva de llegada para el campo de referenci.
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Figura 19. Histograma de los tiempos de llegada para el campo de referencia.
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Figura 20. Histograma de la posicidn de legada para ef campo de referencia.
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Figura 21. A lo izquierda: tres campos generados por simulacin gausiana secuencial. A lo derecha: campos de alfuras piezométricas
resultantes. Sobre todos los campos se han representado las trayectorias para 20 particulos.
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Figura 22. A la izquierda: tres campos generados por simulacidn gousiana secvencial por cokrigeado colocalizado bajo un modelo
markoviano. A la derecha: campos de alfuras piezométricas resultantes. Sobre tados los campos se han representado las frayectorios

para 20 parficulas.
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Figura 23. A lo izquierda: tres campos generados por simulacidn indicadora secuencial. A lo derecha: campos de alturas piezométricas
resultantes. Sobre todos fos campos se han representado los trayectorias para 20 parficulos.

62




7. Ejemplo de aplicacidn

1203 - max M
8055 -12703 W
5581 - &55 W
450 - 5581 [
3058 - 4150 []
242 - 358 [
0 - 242 [
02 - W W
7 - w02 M
6 - 67 MW
55 - 45 M
151 - 55 W
79 - 1517 W
29 - 79 WA
01 - 29 W
mn - 01 I

94
88
LAl
15
69
62
56
59
44
a8
31

19
12
0.6
00

94

81
15
69
62
58
50
44
38
31

19
12
06

Figura 24. A la izquierda: tres campos generados por simuldcidn secuencial por cokrigeado indicador bajo un modelo markoviano.
A lo derecha: campos de alturas piezométricas resultantes. Sobre fodos los campos se han representado los trayectorias para 20 parficy-
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Figura 25. A la izquierda: fres campos generados por simulocion por campo de probabilidades. A lo derecha: campos de alturas
piezoméiricas resultantes. Sobre todos los campos se han representado lus frayectorias para 20 particulas.
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Figura 26, A ln izguierda: fres campos generados por simulacién por recocido simulado. A lo derecha: compos de afturas piezoméfricas

resultantes. Sobre fodos los campos se han representado las frayectorias para 20 particulos.
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de referencia, en finea punteada la curva media del ensamble, y en linea de trazos los Iimites para el 5 y el 95% de probabilidad.
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Figura 28, Histogramas de la posicidn de llegada para el campo de referencia y para lus 100 realizaciones generadas por cada método.
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8. Conclusiones

En este informe hemos revisado con cierfo deta-
lle los algoritmos geoestadisticos existentes capa-
ces de incorporar distintos fipos de informacién.
Las técnicas disponibles pueden clasificarse segin
persigan la obtencién de una o miliples repre-
sentaciones del pardmetro modelizado. Hablamos
asf de algoritmos de estimacién y de algoritmos de
simulacién respectivamente.

De los algoritmos de estimacién, salvo los casos
de krigeado simple, ordinario y universal, todos
permiten la consideracién de varias variables se-
cundarias. La regresién tradicional es el més senci-
llo de todos estos algoritmos, pero tiene grandes
limitaciones para incorporar la informacién prove-
niente de una fuente secundaria. Se comporia
adecuadamente cuando se dispone de informa-
cién secundaria exhaustivamente muestreada y
bien correlacionada con la principal. El krigeado
con una deriva externa permite la inclusién en el
campo estimado de una tendencia exiraida de una
variable secundaria. Sin embargo los valores de
esta variable externa no intervienen en la estima-
cién del atributo principal. Ademés, al utilizar esta
técnica, estamos asumiendo que el pairén de va-
riabilidad de la variable secundaria es repre-
sentativo de la principal, lo que es generalmente
dificil de documentar.

El cokrigeado, en cualquiera de sus formas, pro-
porciona un estimador donde se considera de for-
ma separada cada tipo de informacién. Por un
lado la variable secundaria interviene direcitamente
en la inferencia de la primaria, y por ofro es posi-
ble considerar las autocorrelaciones de cada va-
riable y las correlaciones cruzadas entre ellas. En
su implementacién tradicional el costo computa-
cional del cokrigeado es elevado. Hay variantes
dentro del cokrigeado que permiten reducir la ta-
rea de estimar las covarianzas requeridas por cada
sistema de ecuaciones plantecdo. Mientras que el
cokrigeado completo considera, deniro de un cier-

to entorno, todos los datos disponibles para reali-.

zar cada estimacién, el cokrigeado colocalizado
sélo incorpora como informacién secundaria el
dato localizado en el punto a estimar, reduciendo
considerablemente el ndmero de covarianzas a in-
ferir. Si adem@s se asume un modelo de tipo ma-
rkoviano, estas inferencias se reducen a las cova-
rianzas de la variable principal, ya que las corres-
pondientes a la variable secundaria y las cruzadas
se expresan como una funcién sencilla de las pri-
meras.

La infroduccién de la funcién indicadora permite
codificar, de manera sencilla y general, diferentes

tipos de datos. Por medio del krigeado indicador
se puede inferir, ya no un Gnico valor local, sino
un modelo de incertidumbre completo en cada
punfo considerado, esto es, es posible establecer
la distribucién local acumulada de probabilidades
del pardmetro modelizado. A partir de estas disiri-
buciones se puede seleccionar la media o la me-
diana como valor estimado.

El algoritmo de Markov-Bayes, aplicado a varia-
bles indicadoras, considera un estimador cokrigea-
do para la incorporacién de la informacién exter-
na. Por medio de una asuncién markoviana similar
a la comentada antes, es posible reducir el nimero
de covarianzas a calcular, de tal forma que en la
préctica no necesitamos calcular més covarianzas
que en el krigeado indicador estdndar. En contra-
partida, la consideracién de un estimador por co-
krigeado fiene las ventajas-de poder separar los
patrones de continuidad espacial de los distintos fi-
pos de informacién, y la de permitir la mejora de
los funciones de probabilidad acumuladas locales
estimadas a priori en funcién de la informacién ve-
cina.

De la aplicacién de estos algoritmos para la
construccién de un sélo campo de la variable de
interés podemos concluir que, para el caso en
que, como en nuestro ejercicio disponemos de in-
formacién secundaria densamente muesireada, los
algoritmos mds sencillos, como la regresién lineal
y el krigeado con una deriva externa pueden tener
un buen comportamienio a un menor costo com-
putacional que los mas complejos.

Cualquiera de los algoritmos de interpolacién
que permiten la inferencia de un modelo de incer-
tidumbre, puede ser utilizado para simulacién es-

_tocdstica. Se trata sélo de obtener varias reali-

zaciones a pariir de las funciones de probabilidad
construidas en cada localizacién. La simulacién se-
cuencial se muesira como uno de los mds flexibles
y potentes algoritmos de simulacién. La asuncién
de un modelo multigausiano representando la dis-
tribucién del atributo modelizado, conduce al al-
goritmo de simulacién gausiana secuencial. Como
hemos mostrado es el mas simple de los algorit-
mos dada la sencillez del modelo asumido para
las variables en juego. Si consideramos un estima-
dor cokrigeado colocalizado y un modelo de Ma-
rkov el algoritmo resulla adn mds sencillo. La si-
mulacién gausiana individual puede extenderse fa-
cilmente a varias variables, lo que la hace espe-
cialmente apta para el problema de la incorpora-
cién de varios atributos secundarios.
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En el dmbito no paraméirico, tanto el krigeado
indicador como el cokrigeado colocalizado bajo
un modelo de Markov-Bayes pueden utilizarse
para simulacién. La simulacién por recocido simu-
lado es otra de las técnicas capaces de incorporar
informacién secundaria. La condicién para ello es
que tal informacién pueda expresarse como una
componente de la funcién objetivo a ser optimiza-
da. La simulacién por campos de probabilidad se-
para las tareas de construccidn de los modelos de
incertidumbre y de generacién de las realizaciones
equiprobables. Esta técnica puede ser atractiva si

contamos con la suficiente informacién para poder
definir dichos modelos en todos los punios del do-
minio de simulacién.

En cuanio al ejercicio de simulacién aqui presen-
tado hemos comprobado que para el caso en que
dispongamos de informacién secundaria exhausti-
va, tanto el algoritmo de cokrigeado indicador con
un modelo de Markov-Bayes como el de simula-
cién por recocido simulado se muestran como los
mds robustos.

Jyi
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9. Adendum

El mismo ejercicio que presentamos en este in-
forme fue repetido bajo las mismas condiciones
pero considerando que la informacién secundaria
sélo era disponible en un 1% de las celdas del
acvifero. Queremos puntualizar en este apartado
algunos de los resultados a los que hemos llegado
en ese ejercicio. En el caso de los métodos que re-
quieren conocer la variable secundaria en cada
nodo donde se quiere estimar la primaria, es nece-
sario implementar un paso infermedio antes de
proceder a la estimacién/simulacién. Se trafa de
krigear los datos de la variable secundaria sobre

todo el dominio de modelizacién. Después, al utili-
zar este campo interpolado para estimar la varia-
ble de interés, los campos resultantes se ven afec-
tados por esta interpolacién. Es en estos casos en
donde los algoritmos no paramétricos como el kri-
geado/cokrigeado indicador muesiran un mejor
comportamiento que los demds. Particularmenie
robusto resulta el algoritmo de Markov-Bayes. En
Cassiraga y Gémez-Herndndez (1995) puede en-
contrarse un caso en donde la informacién blanda
esta disponible en aproximadamente el 1% de los
nodos de la malla a estimar.
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